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tyki Uniwersytetu im. Adama Mickiewicza w Poznaniu o$wiadczam, ze przedktadang
prace dyplomowa pt.

Faktoryzowanie danych wyj$ciowych w neuronowym ttumaczeniu automatycznym
napisatem samodzielnie. Oznacza to, ze przy pisaniu pracy, poza niezbednymi kon-
sultacjami, nie korzystatem z pomocy innych osob, a w szczegélnosci nie zlecatem
opracowania rozprawy lub jej cze$ci innym osobom, ani nie odpisywatem tej rozpra-
wy lub jej czesci od innych oséb.

Oswiadczam rowniez, ze egzemplarz pracy dyplomowej w wersji drukowanej jest
catkowicie zgodny z egzemplarzem pracy dyplomowej w wersji elektroniczne;j.

Jednoczes$nie przyjmuje do wiadomosci, ze przypisanie sobie, w pracy dyplo-
mowej, autorstwa istotnego fragmentu lub innych elementéw cudzego utworu lub
ustalenia naukowego stanowi podstawe stwierdzenia niewaznosci postepowania ad-

ministracyjnego w sprawie nadania tytutu zawodowego.
[ ]*- wyrazam zgode na udostepnianie mojej pracy w czytelni Archiwum UAM

[ |* - wyrazam zgode na udostepnianie mojej pracy w zakresie koniecznym do

ochrony mojego prawa do autorstwa lub praw osob trzecich

*Nalezy wpisa¢ TAK w przypadku wyrazenia zgody na udostepnianie pracy w czytelni
Archiwum UAM, NIE w przypadku braku zgody. Niewypelnienie pola oznacza brak zgody

na udostepnianie pracy.

(czytelny podpis studenta)
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Streszczenie

Praca weryfikuje wplyw faktoryzowania danych wyjsciowych, w neuronowym tlumacze-
niu automatycznym, na jakos¢ ttumaczenia. Przeprowadzony eksperyment obejmowal kon-
strukcje automatycznego ttumacza uwzgledniajacego znaczniki reprezentujace czeéci mowy
po stronie docelowej danych treningowych. Zaréwno etykiety jak i tekst umieszczono we
wspélnym pliku tekstowym. Opracowanie prezentuje proces przygotowania danych tre-
ningowych, konstrukcje ttumacza oraz procedure ewaluacji wynikéw. Ponadto scharakte-
ryzowano narzedzia informatyczne uzywane w badaniach oraz implementacje stosownych
operacji , w szczegdlnosci proces tagowania zbiorow jezyka docelowego, kluczowy dla tre-
nowania weryfikowanego tlumacza. Finalnie dokonano oceny rezultatéw uzyskanych w

wyniku tlumaczenia wytrenowanymi modelami.

Stowa kluczowe

tlumaczenie automatyczne, faktoryzacja danych wyjsciowych, tagowanie, POS-tagi, znacz-

niki, tokenizacja, narzedzie Marian, narzedzie TreeTagger



Abstract

This thesis verifies the impact of factorization of output data, in neural machine transla-
tion, on the quality of translation. The experiment involved the construction of a machine
translator including tags representing parts of speech on the target side of training data.
Both labels and text were placed in a common text file. The work describes the pro-
cess of preparing training data, the construction of the translator and the procedure for
evaluating the results. In addition, I'T tools used in research and the implementation of
relevant operations were characterized, in particular the process of tagging target language
sets, crucial for training a verified translator. Finally, the results obtained as a result of

translation with trained models were evaluated.

Key words

machine translation, output factorization, tagging, POS-tagging, tags, tokenization,

Marian tool, TreeTagger tool



Wstep

Efektywne tlumaczenie tekstu w dobie cyfrowej determinuje skuteczna miedzynarodows
komunikacje. Warunkuje powszechny dostep do szeroko rozumianej informacji. W ten
kontekst wpisuje sie przedtozone opracowanie, w ktorym opisano jedng z prob ulepszenia

jakosci thumaczenia z odwotaniem do pakietu narzedzi Marian [14].

W niniejszej pracy starano sie uzyskaé¢ odpowiedz na pytanie o wptyw faktoryzowania
danych wyjéciowych w neuronowym tlumaczeniu automatycznym. Dla jej potrzeb posta-
wiono robocza hipoteze, ze dodanie znacznikow reprezentujacych czesci mowy do danych
treningowych w jezyku docelowym poprawia jako$¢ wynikéw, przy wykonaniu ewaluacji
zbioréw testowych metoda BLEU.

Wigkszosé wytrenowanych dotychczas tlumaczy stosowalo catkowicie inne podejscie.
Jeszcze niedawno tltumacze automatyczne byly konstruowane na podstawie podejécia sta-
tystycznego (np. narzedzie Moses (http://www.statmt.org/moses/), ktore opisal Philipp
Koehn w pozycji Statistical Machine Translation[15)]. Z czasem, wraz z rozwojem technik
sieci neuronowych, bardziej obiecujace okazalto si¢ konstruowanie tak zwanych neurono-
wych thumaczy automatycznych (opisane na przyktad w pracy [9]). Posréd réznych metod
budowania takich tlumaczy, pojawity sie sposoby wykorzystujace w trenowaniu ttumacza
tagi cech jezykowych. Jedna z nich stanowilo podejscie odnoszace sie do faktoréw (ang.
factors) jezyka zrodlowego (praca [25]). Pojawil sie réwniez pomyst wykorzystania w tre-
ningu POS-Tagéw jezyka docelowego, ktéra to idee opisano w pracy [18]. Istota jej jest
modyfikacja algorytmu encoder-decoder tak, by uwzglednial on dodatkowe informacje o
stowach, przekazywane do treningu.

Niniejsza praca proponuje potaczenie znacznikéw ze zbiorem tekstowym wedtug sche-
matu: kazdy tag nastepuje po odpowiadajacym mu stowie. Zaréwno etykiety jak i tekst
powinny by¢ zawarte we wspolnym pliku tekstowym.

Opracowanie prezentuje poszczegdlne etapy zrealizowane w celu wtadciwego przygoto-

wania danych, konstrukeji ttumacza oraz przeprowadzenia ewaluacji wynikéw otrzymanych


http://www.statmt.org/moses/
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z jego wykorzystaniem.
W rozdziale [1} zamieszczono podstawy teoretyczne syntetycznie wyjasniajace w jakim
miejscu, z historycznego punktu widzenia, znajduje si¢ obecnie ttumaczenie automatyczne

(1.1)). Przedstawiono metode ewaluacji jaka zastosowano w ocenie wyniku przetwarzania
2.

Narzedzia informatyczne, wykorzystywane w badaniach, scharakteryzowano w rozdzia-
le 2] Zaprezentowano tam wspomniany pakiet Marian, z ktorego uzyciem przeprowadzono
trening ttumacza (2.1]) a takze narzedzie TreeTagger (12.2]) i odpowiadajacy mu tzw. wrap-

per jezyka Python wykorzystany do tagowania zbioru treningowego.

Dalej nastepuje przedstawienie operacji, przeprowadzonych na wszystkich zbiorach
uzywanych podczas realizacji projektu, wraz z opisem ich implementacji (rozdziat . Poru-
szono tutaj watek poczatkowych dziatan , takich jak gromadzenie danych, przycinanie
korpuséw do potrzebnych rozmiaréw oraz ich czyszczenie. Opisano tez tokenizacje (3.2))

wraz z jej implementacja w zwiazku z tekstami w jezyku zZrédlowym.

Kolejny rozdzial wyjasnia szczegély procesu tagowania (rozdzial . Zawarto tutaj

jego zarys teoretyczny (4.1)), okreslono stosowany zbiér tagéw (4.2)) oraz opisano samego
procesu ([4.3)).

Zasadnicze dzialania programistyczne, wykonane w ramach realizacji projektu, zosta-
ty zebrane w rozdziale [5| Przypomniano detale wstepnych proceséw realizowanych w ra-
mach etapow przygotowania zbioréw tekstowych . W podrozdziale przedstawiono
szczegoltowo implementacje tagowania zbioréw jezyka docelowego, kluczowego dla trenowa-
nia weryfikowanego ttumacza. Rowniez skomentowano finalne czynnosciami, jakie musiaty
zosta¢ wykonane w na zbiorach w zwiazku z tagowaniem . Opisano implementacja

treningu modelu tlumacza automatycznego ([5.4)) i samego ttumaczenia (5.5)).

Calos¢ projektu podsumowuje koncowy rozdziat @), w ktorym zawarto ewaluacje
rezultatow uzyskanych w wyniku ttumaczenia wytrenowanymi modelami. Skonfrontowano

te wyniki z pierwotng, robocza hipoteza i sformutowano wniosek.
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Podstawy teoretyczne

1.1. Rys historyczny

Na przestrzeni lat zmienialo sie podejscie do kwestii thumaczenia. Poczatkowo zajmowaly
sie tym osoby znajace jezyk, z ktérego nastepowalo ttumaczenie (jezyk Zrédlowy) i jezyk
na ktéry tlumaczono (jezyk docelowy). Wraz z rozwojem technik obliczeniowych i elek-
troniki, a w efekcie narzedzi informatycznych, zaczeto stosowaé translatory automatyczne.
Ponizej przedstawiono ogdlny rozwdéj podejécia do automatycznej translacji (rozdzial
i przyktadowe translatory dostepne w czasach wspélczesnych (rozdzial .

1.1.1. Poczatki

Niniejszy rozdzial opracowano na podstawie Koehn P.[16]

Poczatki tlumaczenia maszynowego siegaja ponad 60 lat wstecz. Juz w pierwszej po-
lowie XX w probowano zaprzac maszyny do deszyfrowania wiadomosci. W 1932r. grupa
polskich kryptologéw, gtéwnie Marian Rejewski, Jerzy Rézycki i Henryk Zygalski, ztama-
la pierwszy szyfrogram wygenerowany przez Enigme (niemiecka maszyne szyfrujaca [13]).
Podczas 1T Wojny Swiatowej dalo to podwaliny dla wykorzystania pierwszych komputeréw
do dekodowania niemieckich szyfrow generowanych przez coraz nowoczesniejsze maszyny
Enigma. W 1947r. Warren Weaver stwierdzil, ze thumaczenie przypomina deszyfrowanie

wiadomosci napisanej w znanym jezyku ale zakodowanej w nieoczywisty sposéb.

Rozwdj komputeréw wybudzil wysokie oczekiwania i wielkie nadzieje zwiazane z ttu-

maczeniem maszynowym. 7 coraz wieksza uwaga zaczeto badaé ten obszar zastosowan
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informatyki. Powstaly nowe metody czy algorytmy stuzace juz nie tylko rozszyfrowywa-
niu obcych jezykow. Sformulowane zasady, zaleznodci znalazly zastosowanie w réznych
galeziach zycia prywatnego i spoltecznego. Takze rzady wielu krajéw zwrécilty uwage na
mozliwo$¢ wykorzystania przetwarzania jezyka w systemach bezpieczenstwa (szczegdlnie

w przypadku jezykéw potencjalnie wrogich krajow).

1.1.2. Czasy wspolczesne

Niniejszy rozdzial opracowano na podstawie Och F.[20], Turovsky B.[27],
DeepL Pro — FAQ[1], DeepL — Press[3]

W obecnych czasach szczegdlnie dynamicznie rozwija sie rynek tlumaczy maszynowych
dostepnych online. Do jednych z najpopularniejszych z pewnoscia mozna zaliczyé¢ ushuge
Thumacz Google (ang. Google Translate) realizowang przez Google LLC. Powstala ona w
2006 roku oferujac mozliwoéci ttumaczenia osiaganego metoda statystycznego ttumaczenia
maszynowego ([20]). We wrzesniu 2016 roku nastapit znaczny krok w rozwoju narzedzia —
wprowadzono Neuronowe Tlumaczenie Automatyczne (ang. Neural Machine Translation)
([27]). Od tego momentu podczas wykonywania ttumaczenia narzedzie nie koncentrowato
siec na malych fragmentach tlumaczonego tekstu (ang. piece by piece), ale zaczelo braé
pod uwage cate zdania. Uwzglednienie szerszego kontekstu pozwala osiagaé bardziej traf-
ne (ang. relevant) tlumaczenia, ktére nastepnie sa poprawiane w celu osiagniecia wiekszej
plynnosci (tekst wyjsciowy jest bardziej zblizony do poprawnej gramatycznie naturalnej
wypowiedzi ludzkiej). W efekcie uzytkownikowi duzo latwiej zrozumieé tlumaczenia po-
trzebnych zdan, akapitow a nawet catych artykutéw. Co wiecej, Ttumacz Google rozwija
sie w miare uptywu czasu dzigki zastosowaniu systemu end-to-end zbudowanego na sieci
neuronowej. Poczatkowo Thimacz Google wzmocniony mozliwosciami sieci neuronowych
obstugiwal tylko kilka najpopularniejszych jezykow (jak na przyklad angielski, niemiecki,
chinski, japonski czy turecki). W miare uplywu czasu dodano oczywiscie kolejne (jak w

marcu 2017 roku, kiedy udostepniono neuronowe tlumaczenie m.in. dla jezyka polskiego).

Konkurencja dla Ttumacza Google réwniez wzrasta w site dzieki zastosowaniu technik
sieci neuronowych. Przykladem moze by¢ [Ttumacz DeepL) opierajacy algorytm tluma-
czenia na sztucznej inteligencji. Powstala w kwietniu 2017 roku firma Deepl. (wczeéniej
Linguee) specjalizuje si¢ w uczeniu glebokim (ang. deep learning) i rozwoju sztucznej in-
teligencji wtasnie pod katem ttumaczenia automatycznego. Wedtug danych dostepnych na

stronie https://www.deepl.com/press.html[5] tlumaczenia 100 zdan z i na jezyk an-


https://translate.google.com
https://www.deepl.com/translator
https://www.deepl.com/press.html
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gielski wyznaczane przez DeepL (dla jezykéw niemieckiego, francuskiego i hiszpanskiego)
bardziej byly poprawne niz wyniki Ttumacza Google, Ttumacza Microsoft czy Facebook
— oceny translatoréw dokonywali tlumacze — osoby (testy przeprowadzono w 2017 roku).

Wedtug pomiaréw przeprowadzonych w 2014 roku ttumacz Deepl. okazal sie najlepszy

réwniez wedlug oceny BLEU (rys[L.1]i[1.2).

. Ttumacz Deepl Ttumacz Google . Ttumacz Microsoft . Facebook

- N - . [ |
ki — Hiszpansk

Angielski — Niemieck ANglelskKl — Frrancusk Angiels

" I Il I II -
Niemie Francus

CKl = Anglelsk SKI — Anglelsk RIsZpanskl — Angiglsk

Rys. 1.1. Oceny tlumaczen dokonane przez ludzi — wartodci procentowe oznaczajg dla
jakiej czedci oceniajacych dany translator zostal uznany za najlepszy

. Ttumacz Deepl? . SAtt + RPR (Google)? . WTransformer (Salesforce)?

Transformer (Google)?4 GNMT + RL Ensemble (Google)® . ConvS2S (Facebook)?

¥

d

]

d

i"r' 44
4

d

]

d

Publikacje

Rys. 1.2. Ocena BLEU

Wykresy na Rys. i Rys. pochodza ze strony https://www. deepl. com/press.

html
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1.2. Ewaluacja

W celu poréwnania jakosci ttumaczy automatycznych mozna przede wszystkim zestawié
jakosci ttumaczen okreslonego tekstu uzyskanych przy uzyciu poréwnywanych translato-
réw. W tym miejscu pojawia sie problem ilosciowej ewaluacji ttumaczen. Jak zmierzy¢ ,

ktére tltumaczenie jest lepsze?

Mozna postuzy¢ sie ludzka ocena tlumaczenia. Taka metoda wiaze si¢ jednak z ob-
ciazeniami, takimi jak wymagania duzej ilosci czasu czy kwestia naktadéw finansowych
(oceniajacym zwykle trzeba zaplacié).

Wobec potrzeby szybkiej i taniej ewaluacji najwygodniejszy jest odpowiedni algorytm,
program wyliczajacy potrzebna metryke. W podrozdziatach przedstawiona zostata podsta-

wowa metryka precision (rozdzial|1.2.1]) i wywodzaca sie z niej popularna metryka BLEU

(rozdzial [1.2.2)).

1.2.1. Metryka Precision

REFER: the programmer must send changes to the repository

TLUMI: developer submit | changes ‘ the || reposotory
TLUM2: | repository || must | receive | changes| from |the

Rys. 1.3. Precision — przyktad

Prosta metoda poréwnania ttumaczen jest znalezienie wspélnych stéw miedzy ttuma-
czeniem weryfikowanym a zbiorem referencyjnym. By uzyskaé¢ konkretna wartos¢ zliczamy
liczbe stow wspdlnych dla tltumaczenia i zbioru referencyjnego. Nazywamy je stowami po-
prawnymi. Przykladowe zdania zostaly zamieszczone na rysunku [1.3] Stosunek liczby stéw

poprawnych do liczby wszystkich stéw w tlumaczeniu daje miare precision zdefiniowana

réwnaniem ([L.1)).

. correct (1.1)
recision = .
b output — length

Dla podanego przyktadu miara precision przyjmuje wartosci zebrane w tabeli

Tab. 1.1. Ewaluacja ttumaczen

Metryka | ZD1 | ZD2
precision | 6/8 | 5/7




1.2 Ewaluacja 15

Biorac pod uwage rozwazana metryke (1.1)) mozna wnioskowaé, ze zdanie wyjsciowe
TLUM1 lepiej oddaje znaczenie zdania referencyjnego, innymi stowy ttumaczenie TLUM1

jest bardziej poprawne wedlug metryki precision.

1.2.2. Metryka BLEU

Najpopularniejsza metryka uzywana w przypadku ewaluacji ttumaczen jest metryka BLEU
(ang. Bilingual Evaluation Understudy). W przeciwiefistwie do Precision korzysta sie w niej
nie tylko z liczby pojedynczych stéw poprawnych (jak to zachodzi w przypadku Precision),
pod uwage brane sa wieksze n-gramy. Za pomoca n-graméw (np. 1-gram, 2-gram, 3-gram,
...) okresla sie jak duze grupy skladajace sie z sasiadujacych stéw, musi by¢ wspélna miedzy
tlumaczeniem a zbiorem referencyjnym. W przypadku metryki precision rozwazano tylko

grupy jednowyrazowe — l-gramy.

REFER: the programmer must send changes to the repository
TLUMI: developer submit ‘changes to the reposotory‘

TLUM2: |repository || must | receive from ‘the programmer‘

Rys. 1.4. BLEU — przyktad

Rysunek ilustruje najdluzsze poprawne n-gramy na przykladzie zdan uzy-
wanych w przypadku metryki preciston. Dla TLUM1 wytepuje jeden 4-gram

changes to the repository ‘ oraz dwa l-gramy i . Z kolei dla TLUM?2 wystepuje

jeden 2-gram |the programmer‘ oraz trzy l-gramy |repository |, | must |i|changes|.

Dysponujac liczba n-graméw mozna obliczy¢ stosunek liczby poprawnych n-graméw w

relacji do liczby wszystkich n-graméw wystepujacych w tlumaczeniu (dla danej wartosci
n). W przyktadowych zdaniach, dla n przyjmujacego wartosci od 1 do 4, stosunki liczby

poprawnych n-graméw do liczby wszystkich n-graméw danego rzedu wynosza:
e TLUMI: 1-gram - 6/8, 2-gram - 3/7, 3-gram - 2/6, 4-gram - 1/5
e TLUM2: 1-gram - 5/7, 2-gram - 1/6, 3-gram - 0/5, 4-gram - 0/4

Na podstawie obliczonych stosunkéw oraz ponizszego wzoru mozna wyliczy¢ metryke

BLEU definiowana jako ([1.2).

n
BLEU — n = brevity — penalty - exp Z A; log precision; (1.2)
k=1
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W metrykach opierajacych sie o miare precision wystepuje problem ze zbyt krétkimi
zdaniami w tekécie ttumaczenia. W rownaniu nie wystepuje zaden element uwzgledniajacy
pominiecie w ttumaczeniu niektérych stow. Wyliczajac BLEU rozwiazuje si¢ ten problem

korzystajac z dodatkowego czynnika brevity-penalty ((1.3).

output — length ) (13)

brevity — penalty = min ( 1
yop 4 ( "reference — length

W przypadku zbyt krotkich danych tekstowych pomniejsza on obliczang warto$¢ miary.
Dla przykladu z rysunku [1.4 wartoéci brevity-penalty wynosza:

ZD1 | ZD2
1 | 7/8

Jako maksymalng warto$¢ n dla szukanych n-graméw zazwyczaj przyjmuje sie¢ 4. Co
wiecej rowniez warto$¢ wagi \; dla kolejnych wartosci ¢ najczesciej jest taka sama i wynosi

1. Przyjecie takich wartosci upraszeza formute BLEU do postaci (1.4):

4
tput — length
Output — 1Ny ) Hprecisioni (1.4)

BLEU — 4 = min <1
=1

"reference — length

Na podstawie zebranych danych mozemy wyliczy¢ metryke dla obu rozwazanych zdan
wyjsciowych (tabela|1.2))

Tab. 1.2. Ewaluacja ttumaczen

Metryka ZD1 | ZD2
precision (1-gram) | 6/8 | 5/7
precision (2-gram) | 3/7 | 1/6
precision (3-gram) | 2/6 | 0/5
precision (4-gram) | 1/5 | 0/4
BLEU-1 5% | 63%
BLEU-2 32% | 10%
BLEU-3 1% | 0%
BLEU-4 2% 0%

Na uwage zastuguje fakt, ze pomimo poprawienia wiarygodnosci metryki BLEU przez
uwzglednienie w niej negatywnego wpltywu zbyt krotkich zdan, wciaz wystepuje problem
z osigganiem wartoéci 0 przez metryke. Dla kazdej sytuacji, gdy dla danego n-gramu kto-
regokolwiek rzedu nie wystepuje dopasowanie miedzy zdaniem referencyjnym a zdaniem

wyjsciowym (liczymy dla niego BLEU) metryka przyjmuje warto$é 0. O ile czesto znajdu-
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ja sie dopasowania 1-gramoéw czy 2-graméw, o tyle przy wyliczaniu metryki dla pojedyn-
czych zdan czesto nie ma dopasowan 4-gramoéw. W zwiagzku z tym metryke BLEU czgsto
sie wylicza na zbiorze wszystkich zdan wyjsciowych. Dla wiekszego zbioru wyjéciowego

wystapienie danego n-gramu wysokiego rzedu (np. 4-gram) jest bardziej prawdopodobne.



Rozdziat 2

Narzedzia

W rozdziale zastana przedstawione narzedzia uzyte w realizacji projektu magisterskie-
go. Kazdy z podrozdzialow przedstawia inny framework uzywany przy wykonaniu zadan
programistycznych. Pakiet Marian opisany zostal w rozdziale a w rozdziale przybli-
zono narzedzie TreeTagger wraz z udostepniajaca jego mozliwosci biblioteka TreeTagger

Wrapper ([2.2.4)).

2.1. Marian

Niniejszy rozdzial opracowano na podstawie Junczys-Dowmunt M. i.in.[14], Koehn P. [17].

Pakiet narzedzi Marian rozwijano géwnie na Uniwersytecie im. Adama Mickiewicza w Po-
znaniu i w placowce University of Edinburgh. Jest to wydajny framework stuzacy do wyko-
nywania zadan zwiazanych z neuronowym ttumaczeniem maszynowym. Ponizsze podroz-
dzialy prezentuja podstawowe informacje oraz przyblizaja strukture danych wejéciowych

stosowanych z narzedziem.

2.1.1. Podstawowe informacje

Framework Marian zostal stworzony w oparciu o zestaw narzedzi Nematus [24] stuzacy
realizacji zadan zwiazanych z neuronowym ttumaczeniem maszynowym. Zachowano w nim
kompatybilnos¢ z modelami utorzonymi narzedziem Nematus. Sposrod cech charaktery-

stycznych dla narzedzia Marian mozna wymienié¢ kilka zamieszczonych ponizej.

e Po pierwsze Marian jest napisany z uzyciem wytacznie wersji 11 jezyka C++.
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e 7 zalozenia nie prezentuje zadnych powiazan z jezykiem Python: zaréwno kod two-

rzenia modeli jak i meta-algorytmy zostaly zaimplementowane w calosSci w jezyku

C++ 11

e Marian jest narzedziem samodzielnym, samowystarczalnym. Dysponuje wlasnym,

niezaleznym back-endem.

Ponafto Marian, jako samodzielne oprogramowanie, odwotuje sie do niewielkiej liczby
zewnetrznych narzedzi. Korzysta jedynie ze wsparcia dostarczanego przez Boost, system
CUDA lub bibliotek¢ BLAS. Programista otrzymuje tym samym mozliwo$¢ niemal nieogra-
niczonego rozwijania i optymalizacji kodu pakietu Marian na wielu poziomach. Obejmuja
one kwestie takie jak na przyklad niestandardowe (wlasne) jadra GPU (ang. GPU ker-
nels), implementacja meta-algorytméw (ang. meta-algorithms) czy cho¢by niestandardowe

(wlasne) operatory (ang. custom operators).

Przyjrzyjmy sie zarysowi niektorych struktur wystepujacym w Marianie:

Back-end
W Marianie zaimplementowano back-end zwiazany z uczeniem glebokim. Opiera sie
on na automatycznym réznicowaniu w trybie zwrotnym (ang. reverse-mode auto dif-
ferentiation) i grafach obliczeniowych (konstrukcja powyzszych zblizona jest do im-
plementacji w toolkicie DyNet[19]). Back-end systeméw podobnych do Mariana poza
tlumaczeniem maszynowym moégtby by¢ stosowany réwniez do innych celéw. Twércy
Mariana zadecydowali jednak o wprowadzeniu optymalizacji wytacznie pod katem
realizacji thumaczenia maszynowego (i innych podobnych mu zadan). W zwiazku
z tym wprowadzono na przyklad mechanizmy zwiazane z "uwaga” (ang. attention
mechanisms), czy tez zaimplementowano skumulowane neurony RNN (ang. fused

RNN cells).

Framework Encoder-Decoder
Do wytrenowania modelu tlumacza maszynowego framework Marian stosuje mo-
dele sieci neuronowych. Dysponuje np. wiasciwym dla sieci neuronowych mode-
lem encoder-decoder zaimplementowanym jako dwie klasy — decoder i encoder. W

uproszczony sposob prezentuje je kod zrédlowy

Kod zrédlowy 2.1. Klasy decoder i encoder w uproszczonej formie [14]

class Encoder {
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StateOfEncoder build (Batch);

};

class Decoder {
StateOfDecoder startState (StateOfEncoder []);
StateOfDecoder step (StateOfDecoder, Batch);

}s

Za inspiracje do implementacji modelu postuzyl framework Moses([2]) stuzacy, po-
dobnie jak Marian, do przeprowadzania zadan zwiazanych z ttumaczeniem maszy-
nowym. Moses opiera sie jednak o Statystyczne Tlumaczenie Maszynowe (SMT),
podczas gdy Marian uskutecznia Neuronowe Thumaczenie Maszynowe (NMT). Co
wiecej pozostawiona zostala programiécie mozliwos¢é dodawania kolejnych modeli

sieci neuronowych i wykorzystywania ich w dalszym przetwarzaniu.

Meta-algorytmy
We frameworku Marian zaimplementowano efektywne meta-algorytmy. Mozna

wérod nich znalezé dotyczace takich obszaréw jak na przykiad:

e rozproszony trening na wielu urzadzeniach (zaréwno GPU jak i CPU),
e trening na wielu watkach,
e zastosowanie réznorodnych modeli (np. modele Deep RNN, transformer),

e przeszukiwanie wiazki(ang. batched beam search) — np. przetwarzanie ciagdw

stow.

2.1.2. Struktura danych wejsciowych

Marian, narzedzie trenujace modele ttumaczy maszynowych, wymaga zrédia informacji
w postaci gotowych korpuséw (ang. corpus) treningowych. Termin "korpus” nalezy rozu-
mie¢ jako zbiér zdan (wierszy tekstu), z ktérych kazde znajduje sie w osobnej linii pliku
tekstowego i jako calo$é¢ stanowig zbidr treningowy modelu ttumacza maszynowego. W
przypadku systemu Marian korzysta sie z dwéch odpowiadajacych sobie (maja to samo
znaczenie) korpuséw jezykowych: jezyka zréodlowego i jezyka docelowego. Na potrzeby
omawianego tu projektu Magisterskiego wybrano odpowiednio jezyki niemiecki (fragment
na rys. i angielski (fragment na rys. .

Ponadto uzywane sa réwniez zbiory walidacyjne (ang. validation set). Podobnie jak w

przypadku korpuséw stosowane sa odpowiadajace sobie teksty w jezyku Zrédlowym (frag-
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[JUr die Unstable-Distribution (Sid) wurde dieses Proble
m in Version 2.0.6-1 behoben.

Iran wurde bereits genannt.

Teheran ist darum bemiUht, die Inhaftierung des Menschen
rechtsanwalts Abdolfattah Soltani mit dem Argument zu r
echtfertigen, dass er ein Atomspion sei.

Die Band spielte unter anderem auch beim renommierten ,

Warschaver Herbst”.

Die konjunkturellen Entwicklungen werden sich dadurch v
oraussichtlich weiter einander angleichen.

Bei der Debatte Uber das Grinbuch hat sich gezeigt, daB
bessere Kenntnis der Innovation und der auf diesem Geb
iet vorhandenen LiUcken erforderlich sind.

Alexandre Desplat — The Ghost Writer (590 000 EUR)

Rys. 2.1. Fragment korpusu (niemiecki)

[fJor the unstable distribution (sid) this problem has be
en fixed in version 2.0.6-1.

The issue of Iran has already been mentioned.

Indeed, Tehran seeks to justify the arrest of human rig
hts lawyer Abdolfattah Soltani by labelling him as a nu
clear spy.

The band also played venues such as the renowned “Warsa
w Autumn” festival.

Cyclical developments are likely to converge further.
The debate centred on the Green Paper has highlighted t
he need for deeper knowledge of innovation and the pres
ent shortcomings in this area.

Alexandre Desplat - The Ghost Writer (590.000 €)

Rys. 2.2. Fragment korpusu (angielski)

ment na rys. i w jezyku docelowym (fragment na rys. . Zar6owno korpusy trenin-
gowe jak i zbiory walidacyjne stanowig swego rodzaju wzorzec wlasciwego tlumaczenia.
Wyrazna réznica miedzy nimi (poza trescia, ktéra dla poprawnosci dzialania tlumacza
musi by¢ rézna miedzy zbiorami) to ilosé zdan, jakie zawieraja — rozmiar zbioru wali-
dacyjnego moze by¢ zdecydowanie mniejszy (tutaj po 3 tys. wierszy tekstu dla korpuséw
majacych ok. 1 mln wierszy kazdy). Podstawowa réznice stanowi jednak ich przeznaczenie
— na podstawie zbioréw treningowych konstruowany jest caly model ttumacza, a zbiory

walidacyjne stuzg do weryfikacji jego poprawnosci w trakcie treningu.
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Es hat keine Prifung der Effizienz des Staates, keine E
inschatzung der wirtschaftlichen Entwicklung, der Situa
tion an den Grenzen oder der Errichtung echter wirtscha
ftlicher und politischer Strukturen gegeben.
Die Kiste Kenias ist ein Paradies mit palmgesaumten Str
anden und dem warmen einladenden Wasser des Indischen 0
zeans.
Art und Herkunftsland der Einrichtungen, die eine EU-Be
zuschussung beantragen konnen;
Brief des Apostels Paulus an die Korinther (II, 10-10 6
) Geschwister: Als seine Mitarbeiter, gibt Wir fordern
Sie nicht auf die Gnade Gottes vergeblich empfangen Den
n er sagt: Wenn ich Ihnen und der Tag des Heils hérte i
ch euch geholfen.
Diese Dienste sammeln und verfolgen keine persdnlichen
Informationen.
Am 15. Juli fand in unserem Werk in Czerniejewo ein Bet
riebsfest aus Anlass des zehnjahrigen Bestehens von Mul
timebel statt. Hauptattraktionen waren Wettbewerbe im P
ingpong-Spielen und LuftgewehrschieBen.
Pas Alona Vida Beach Resort befindet sich im Herzen des
Alona Beach in einer tropischen Gartenanlage und biete
t 8 Delux Zimmer mit Aircon, Deckenventilator, warm und
kalt Wasser (SiUsswasser), Kabel- TV mit 34 Kanalen, el
ektronischem Safe und Terrasse.

Rys. 2.3. Fragment zbioru walidacyjnego (niemiecki)

2.1.3. Wyjscie

Framework Marian stuzy przede wszystkim do trenowania modeli tlumaczy automatycz-
nych. W zwiazku z tym rezultatem pracy narzedzia jest plik bedacy wytrenowanym mo-
delem. Mozna go z powodzeniem wykorzysta¢ w celu tlumaczenia tekstéw w jezyku zré-
dlowym (w przypadku projektu tekstéw niemieckich) na docelowy (tutaj angielski) z wy-

korzystaniem narzedzia Marian.

2.2. Tree-tagger

Niniejszy rozdzial opracowano na podstawie [23].

TreeTagger jest narzedziem stuzacym do przypisywania tagdéw oznaczajacych czesci
mowy do wyrazéw w tekscie (wezesniej wykonuje tokenizacje) oraz znajdowania lematéw
dla poszczegdlnych stéw. Ponizej zostang pokazane jego podstawowe funkcje oraz zostanie

przyblizony sposob uzycia. Nastepnie zostanie przedstawiony program TreeTagger Python
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1 fihere has been no review of the efficiency of the state
, no assessment of economic development, of the situvati
on at the borders or of the building of genuine economi
¢ and political structures.

The Kenyan Coastline is a paradise of palm fringed beac
hes and the warm inviting waters of the Indian Ocean
the type and country of origin of organisations that ma
y apply for EU funding;
Letter from St. Paul the Apostle to the Corinthians (II
, 10-10 6) Siblings: As his employees, there We urge yo
u not to receive the grace of God in vain For he says:
When I have heard you and the day of salvation I have h
elped you.
These services do not collect or track any personal inf
ormation.
On the 15th July, on the occasion of the 10th anniversa
ry of Multimebel, an integration meeting in the grounds
of the plant in Czerniejew took place.
Alona Vida Beach Resort is located in the middle of Alo
na Beach surrounded by a tropical garden and offers 8 d
eluxe rooms with aircon, fan, warm and cold water (fres
hwater), cable TV with 34 channels, electronic safe and
terrace.

Rys. 2.4. Fragment zbioru walidacyjnego (angielski)

Wrapper umozliwiajacy korzystanie z TreeTaggera za posrednictwem jezyka Python.

2.2.1. Podstawowe informacje

Do zastosowan TreeTaggera naleza opisywanie poszczegdlnych stéw tekstu za pomoca
skompresowanych informacjach dotyczacych czesci mowy oraz lematéw. Narzedzie opraco-
wal Helmut Shmid w ramach projektu T'C project w Instytucie Lingwistyki Komputerowej
na Uniwersytecie w Stuttgarcie (Computational Linguistics of the University of Stuttgart).
Do jezykéw, dla ktérych mozna z powodzeniem wykorzysta¢ Tnarzedzie TreeTagger naleza
miedzy innymi: angielski, francuski, niemiecki, rosyjski, swahili, polski i wiele innych. W
przypadku koniecznosci obstugi jezyka spoza zaimplementowanych domyslnie, programi-
Scie pozostaje mozliwo$¢ rozbudowania funkcjonalnosci narzedzia o nowe jezyki. Nalezy

wtedy dostarczy¢ nowy korpus treningowy oraz leksykon.

2.2.2. Struktura danych wejSciowych

W zwiazku z faktem, ze TreeTagger wykonuje operacje dotyczace konkretnego tekstu, wla-

$nie konkretny zbiér tekstowy stanowi jego dane wejéciowe. Nie jest przy tym istotnie, czy
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tekst zostal uprzednio ztokenizowany — dla jezykdéw takich jak polski oraz niemiecki czy

angielski (dwa ostatnie uzywane w niniejszym projekcie) tokenizacji dokonuje TreeTagger.

2.2.3. Wyjscie

ebrum:~$ echo "Is he doing it right?"
tree-tagger-english
reading parameters
tagging
finished.
VBZ be

PP he
VBG do

PP it

RB right
SENT ?

Rys. 2.5. Tekst z tagami - przyktad

Przyktad dzialania TreeTaggera na angielskim zdaniu Is he doing it right? widoczny
jest na rysunku Od napisu reading parameters, w trzecim wierszu wyniku, widoczne
sg komunikaty wypisywane w konsoli przez narzedzie. Sam rezultat dziatania zaczyna sie w
wierszu poprzedzanym przez informacje finished.. Pierwsza kolumna zawiera oryginalne
stowo zdania podanego na wejscie (np right). W drugiej kolumnie zawarty jest znacznik
przyporzadkowany danemu stowu (w wypadku stowa right jest to tag RB czyli adverb
— przystéwek). Trzecia kolumna zawiera lemat wlasciwy dla danego stowa (stowo right

przypisane jest do lematu right).

2.2.4. TreeTagger Python Wrapper
Niniejszy rozdzial opracowano na podstawie Pointal L. [2]].

TreeTagger Python Wrapper jest narzedziem umozliwiajacym korzystanie z funkcjo-
nalnosci narzedzia TreeTagger za posrednictwem jezyka programowania Python. W pro-
jekcie uzywano go do inicjalizacji tagowania (z tokenizacja) dla zbioréw jezyka angielskiego
oraz do tokenizacji tekstow jezyka niemieckiego.

Metody

Ponizej opisane zostana najwazniejsze metody uzywane na potrzeby projektu.
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TaggerProcessPoll — klasa (i jej konstruktor) z biblioteki treetaggerpoll

Aby umozliwi¢ wykonanie przetwarzania na réznych watkach, metoda (konstruktor
klasy) tworzy sondaz (ang. poll) procesu Treetaggera. Wszystkie procesy zebrane
w jednym sondazu wykonuja réwnolegle to samo zadanie (tokenizacja/chunking i
tagowanie), na przyklad w przypadku kazdego procesu wszystkie opcje tagowania
sg takie same.

Jesli chodzi o przetwarzanie obiektéw klasy T'agger ProcessPoll, nazwy metod wcho-
dzacych w sklad jej interfejsu koncza sie sufiksem _async. Poza tym cate ich nagtowki
sg takie same jak w analogicznych metodach klasy TreeTagger. Kazda z nich zwraca

obiekt ProcJob, ktéry umozliwia rozpoznanie zakonczenia przetwarzania.

Kod zrédlowy 2.2. TaggerProcessPoll — nagléwek
1 TaggerProcessPoll (workerscount=None, keepjobs=True,

wantresult=True, keeptagargs=True, **kwargs)

Aby utworzy¢ obiekt TreeTagger Poll nalezy wywolaé konstruktor klasy (Kod Zré-
dlowy i okredli¢ jej parametry (tabela .

Tab. 2.1. wszystkie parametry metody Tagger ProcessPoll

parametr | typ wartosci
workerscount int
keepjobs boolean
wantresult boolean
keeptagargs boolean
kwargs boolean

Zmaczenie poszczegblnych parametréw opisano ponizej:

workerscount — domyslnie None;
oznacza liczbe procesow realizujacych zadanie w ramach jednego sondazu (je-
§li parametr przyjmie wartos¢ None, to zostanie utworzona liczba proceséw
zgodna z maksymalna liczba watkéw dostepnych dla procesora komputera, na

ktorym zachodzi calo$é przetwarzania),

keepjobs — domyslnie True;
okresla, czy sondaz ma przechowywaé referencje do poszczegdlnych zadan, aby
zarzadzaé¢ wynikami od realizujacych je (to zadanie) proceséw i zwracaé wyniki

ich przetwarzania,
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wantresult — domyslnie True;
okresla, czy poszczegdlne procesy majg zwraca¢ wyniki przetwarzania w celu

zebrania ich w ramach zadania,

keeptagargs — domyslnie True;
okredla, czy w obiekcie synchronizacji ProcJob maja by¢ przechowywane ar-

gumenty tagowania,

kwargs — kilka parametréw dotyczacych przetwarzania realizowanego w ranach
sondazu (w projekcie manipulowano tylko zaliczajacym si¢ do nich parametrem

TAGLANG okreslajacym jezyk jakiego ma dotyczyé przetwarzanie).

Po zakonczeniu przetwarzania, aby poprawnie zamknaé otwarty wczesniej
poll, wywoluje sie metode TaggerProcessPoll.stop_poll() — rozwiazuje ona

Tagger ProcessPoll.

tag_text_async

Metoda tag_text_async wykonuje swoje dzialanie na obiektach klasy
TreeTaggerPoll. Stuzy do wspdlbieznego tagowania tekstu. jej dzialanie mozna
uzaleznié¢ od wartoéci parametréw, ktore zostaly zebrane w tabeli wraz z typem

wartosci, jaki kazdy z nich przyjmuje.

Tab. 2.2. Wszystkie parametry metody tag_text_async

parametr typ wartosci
text unicode string / [ unicode string |
numlines boolean
tagonly boolean
prepronly boolean
tagblanks boolean
notagurl boolean
notagemail boolean
notagip boolean
notagdns boolean
nosgmlsplit boolean

Znaczenie wyszczegdlnionych w tabeli parametréw opisano ponize;j:

text — tekst, jaki ma zostaé¢ otagowany,

numlines — domyslnie False;

wskazuje, czy zachowaé¢ numerowanie linii w trakcie przetwarzania,
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tagonly — domyslnie False;
zaznacza, czy ma zosta¢ wykonane wylacznie tagowanie (w przypadku wartosci
True wymagane jest przekazanie do modutu tekstu zawierajacego po jednym
tokenie w danym wierszu tekstu),

prepronly — domyslnie False;
ustala, czy ma zosta¢ przeprowadzony wylacznie preprocessing (bez tagowa-
nia),

tagblanks — domyslnie False;

okredla, czy ma zosta¢ zachowana informacja o pustych znakach, stosuje sie
wtedy tagi SGML,
notagurl — domys$lnie False;

wskazuje, czy adresy URL nie maja zosta¢ zastapione przez domyélny dla nich

znacznik,

notagemail — domyslnie False;
specyfikuje, czy adresy email nie majg zostaé zastgpione przez domys$lny dla
nich znacznik,
notagip — domyslnie False;
orzeka, czy adresy IP maja zostaé zastapione przez domyslny dla nich znacznik,
notagdns — domys$lnie False;
zaznacza, czy nazwy DNS maja zostaé zastapione przez domyslny dla nich
znacznik,
nosgmlsplit — domyslnie False;

okredla, czy maja zosta¢ rozdzielone tagi SGML obecne w tekscie zrédltowym.

make_tags
Funkcja nalezgca do treetaggerwrapper. Przeksztalca otagowane dane tekstowe po-
wstale po przetworzeniu tekstu funkcja TreeTagger.tag_text (albo opisana wyzej
tag_text_async) na liste nazwanych krotek (ang. tuple). Kazdy jej element mozna
okredli¢ jako Tag, TagFExtra albo NotTag. Krotki typu Tag i TagExtra dysponuja

atrybutami word, pos i lemma. Funkcja przyjmuje trzy parametry:
result — wynik przetworzenia tekstu funkcja TreeTagger.tag_text (albo analogicz-
ng tag_text_async),

exclude_nottags — bool (domyslnie wartosé False) ;

nie generuj krotki NotTag dla wynikéw o ztym rozmiarze,
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allow_extra — bool (domyslnie wartos¢ False);

tworzy TagFExtra dla wynikéw dluzszych niz oczekiwano.

Lista otrzymywana w wyniku przetwarzania funkcji utatwia dalsze przetwarzanie

otagowanego tekstu za pomoca narzedzi jezyka Python.



Rozdzial 3

Przetwarzanie wstepne

Trening tlumacza automatycznego wymaga wlasciwie przygotowanych zbioréw teksto-
wych. Ponizsze podrozdzialy przedstawiaja realizujace to zadanie procesy gromadzenia

i ekstrakcji danych treningowych (rozdzial , tokenizacji (rozdzial , truecasingu
(rozdzial [3.3.1)) oraz aplikacji kodowania BPE (rozdzial [3.3.2)).

3.1. Poczatkowe operacje

Przed rozpoczeciem treningu modelu thumacza maszynowego na korpusach trenujacych,
musza one zosta¢ odpowiednio przygotowane. Z dostepnego zbioru zdan wybierana jest je-
go reprezentatywna czesé. Dopiero po procesach przycinania (ang. shortening), czyszczenia
(ang.cleaning), tokenizacji i tagowania wykorzystuje si¢ ja do treningu modelu tlumacza
maszynowego. Caly proces przygotowania danych przebiega wedtug przedstawionego po-

nizej algorytmu (Algorytm [1]).

3.1.1. Gromadzenie danych tekstowych

Korpus uzywany do treningu modelu tlumacza powinien byé dostosowany do przy-
szlych zastosowan translatora, do rodzaju tekstéow jakie bedzie tlumaczyl (np. tresci
w jezyku urzedowym). Sytuacja, w ktérej nie jest wiadome jaki bedzie charakter prze-
twarzanego tekstu, sklania do dostosowania ttumacza zaréwno do wypowiedzi potocz-
nych, jak i do tekstéw formalnych, urzedowych. Z tego powodu w korpusie treningo-
wym wskazane jest uzycie tak samo duzego zbioru zdan dla kazdego z powyzszych

stylow wypowiedzi. W omawianym tu projekcie magisterskim skorzystano z korpuséw
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Algorytm 1: Preprocessing

Input: Surowe dane tekstowe

Output: Model tltumacza automatycznego
Data: Zbiory tekstowe al, a2, a3, a4

raw = polacz dane z roznych zrodel (al, a2, a3, ad)
shuf = shuffle(raw)

short = zmniejsz ilosc danych(shuf)

clean = przytnij(short)

norm = normalizuj punctuation(clean)

tok = tokenizuj(norm)

en, tag = taguj korpus angielski(tok)

true = truecase(en)

merged = polacz(true,tag)

© 00 N o ok W N =

commoncrawl, europarl-v7, news-commentary-cl2 i rapid2016 z zasobéw konkursowych
wmt2017 (http://www.statmt.org/wmt17/translation-task.html) konferencji Empi-
rical Methods in Natural Language Processing udostepnionych w systemie Gonito (https:

//gonito.net/challenge/wmt-2017).

Kod zrédlowy 3.1. Gromadzenie i taczenie korpusu
### Aggregate corpse parts
echo "Aggregating corpse parts..."
cat $train/commoncrawl.tsv \
$train/europarl-v7.tsv \
$train/news-commentary-vi2.tsv \
$train/rapid2016.tsv \

> $corpseDir/rawCorpse.tsv

echo "done\n"

### Shuffle lines
echo "Shuffling lines"
shuf $corpseDir/rawCorpse.tsv > $corpseDir/rawCorpse.shuf.tsv

echo "donel\n"

W kodzie zré6dlowym zamieszczone zostaly polecenia uzyte do polaczenia czterech
plikow tekstowych w jeden stanowiacy baze do kolejnych operacji. Na poczatku cat tworzy
strumien skladajacy sie¢ z zawartosci czterech plikéw, ktérych nazwy (Sciezki dostepu)
przekazano w parametrach polecenia. Wynik dziatania polecenia (strumien tekstowy) nie
jest jednak wyswietlany w oknie terminala (standardowe wyjscie dla polecenia cat) ale

zostaje zapisany w pliku.


http://www.statmt.org/wmt17/translation-task.html
https://gonito.net/challenge/wmt-2017
https://gonito.net/challenge/wmt-2017
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3.1.2. Skracanie korpuséw

Framework Marian tworzy modele tlumaczy automatycznych na podstawie korpuséw je-
zyka zrédlowego i docelowego. Dla miarodajnych wynikéw potrzebne sg jak najwieksze
zbiory tekstowe. Niestety ich rozmiar jest ograniczony z géry przez mozliwosci sprzetu, na
ktorym zachodzi przetwarzanie. Z duzego zbioru tekstu mozna wiec wyodrebnié¢ korpusy

o zadanej wielkosci.

Kod zZzrédlowy 3.2. Ekstrakcja korpuséw treningowych
### Shorten corpses:
echo "Shortening corpses..."
head -n $corpselen $corpseDir/rawCorpse.shuf.de \
> $corpseDir/corpse$folderName. $src
head -n $corpselen $corpseDir/rawCorpse.shuf.en \
> $corpseDir/corpse$folderName. $tgt

echo "donel\n"

Kod zrédlowy [3.2] przedstawia operacje, w wyniku ktérych korpusy jezyka zré-
dlowego (niemiecki) i docelowego (angielski) zostaja odpowiednio ”przyciete”. Polece-
nie head pobiera pierwsze $corpseLen linii przetwarzanego pliku do strumienia. Je-
go zawartoS¢ zostaje nastepnie przekierowana do pliku corpse$ folder Name.$sre (albo
corpse$ folder Name.$tgt). Uzywane w tym zapisie zmienne corpseLen, $folder Name i

$src oznaczaja odpowiednio:

e corpseLen - rozmiar korpusu (liczba zdan/wierszy jakie zawiera),
e $folder Name - nazwa folderu przechowujacego nowy korpus,

e $src/$tgt - jezyk zZrédlowy/docelowy, odpowiednio niemiecki (de) i angielski (en).

Kod zrédlowy 3.3. Ekstrakcja zbioréw walidacyjnych
# Extracting validation set
echo "Extracting validation set..."
tail -n $validSetlen $corpseDir/rawCorpse.shuf.de \
> $corpseDir/validSet. $src
tail -n $validSetLen $corpseDir/rawCorpse.shuf.en \
> $corpseDir/validSet.$tgt

echo "done\n"
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Podobnie sytuacja wyglada w przypadku pozyskiwania zbioru walidacyjnego. Kod
zrodlowy zawiera skrypt realizujacy te operacje. Polecenie tail pobiera ostatnie
$validSet Len linii przetwarzanego pliku do strumienia. Jego zawarto$é¢ zostaje nastepnie
przekierowana do pliku validSet.$src (albo validSet.$tgt). Zmienne $src i $tgt oznaczaja
jak wyzej de i en (jezyki niemiecki i angielski), natomiast zmienna $validSetLen okresla

rozmiar zbioru walidacyjnego (liczbe zdan w tym zbiorze).

3.1.3. Czyszczenie korpuséw (ang. cleaning)

Aby zgromadzony zbior tekstowy mégl dziataé poprawnie z wykorzystywanymi skryptami
trenujacymi, potrzebne jest jego czyszczenie (cleaning). W sklad czynnosci, ktére ono

oznacza, wchodzi:
e usuwanie pustych lini (linie nie zawierajace tekstu),
e usuwanie linii zbyt krétkich lub zbyt dtugich,

e usuwanie nadmiarowych spacji (odstepéw) w tekscie.

W projekcie wykorzystano skrypt clean — corpus —n.perl pochodzacy z pakietu Moses

([2]). Wzorzec jego wywolania wyglada nastepujaco:
clean-corpus-n.perl CORPUS L1 L2 OUT MIN MAX.
Przyjmowane parametry przedstawione s w tabeli

Tab. 3.1. parametry programu clean-corpus-n.perl

parametr opis
pliki nazwa plikow tekstowych kto-

CORPUS rych ma dotyczy¢ proces czyszczenia
(bez rozszerzen wilasciwych dla da-
nych jezykéw)

L1 jezyk zrédtowy (skrét w rodzaju de)

L2 jezyk docelowy (skrét w rodzaju en)
nazwa plikéw ktore powstang w wyni-

ouT ku dziatania skryptu (zostana do nich
dopisane uzyte rozszerzenia .L1 i .L2)

MIN minimalna dlugo$é zdania (krétsze sa
wycinane)

MAX maksymalna dlugo$é¢ zdania (dtuzsze
sa wycinane)

W przypadku realizowanego parametru zmienne przyjmuja nastepujace wartosci:
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CORPUS - $corpseDir/corpus.np,
e L1 - de (wartosé¢ $src),

o L2 - en (wartosé¢ $tgt),

e OUT - $corpseDir/corpus.clean,

e MIN - 1,

MAX - 1024 ($maxSenLen).

Kod zrédlowy 3.4. czyszczenie korpuséw

### Cleaning

echo "Cleaning..."

$mosesScr/training/clean-corpus-n.perl $corpseDir/corpus.np $src
$tgt $corpseDir/corpus.clean 1 $maxSenLlen
$corpseDir/corpus.retained

echo "donel\n"

Wywotanie skryptu wykonujacego w realizowanym projekcie operacje czyszczenia potrzeb-
nych korpuséw prezentuje Kod zrédtowy Zmienna $maxSenLen oznacza tutaj mak-

symalng dopuszczalng dlugosé zdania (MAX w tabeli

3.2. Tokenizacja

Niniejszy rozdzial opracowano na podstawie Koehn P.[15]

Wazny element wstepnego przygotowania korpusu do dalszego przetwarzania stanowi
tokenizacja. Jest to podzial surowego tekstu na uporzadkowany zbiér mniejszych czesci,
nazywanych tokenami. W zaleznosci od potrzeb tokenem moze by¢ akapit w zbiorze

catego tekstu, zdanie w akapicie, stowo w zdaniu a nawet litera w stowie.

TEXT: Furthermore, this student’s project could be highly-usable.
TOKENS: ”Furthermore” ”,” "this” ”"student” ”’s” ”project” ”could”
"be” "highly-usable” ”.”

Rys. 3.1. Tokenizacja
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Dla omawianego przypadku tlumaczenia maszynowego tokenizacja to proces podziatu
jednolitego tekstu na liste stéw (Rys. [3.1)). Tokenem jest wtedy pojedyncze stowo lub znak
interpunkcyjny.

Niestety w przypadku realizacji tokenizacji wystepuje kilka probleméw. Pierwszy poja-
wia sie dla jezykéw nie uwzgledniajacych przerw (spacji) miedzy kolejnymi stowami. Taka
trudno$¢ wystepuje na przyktad dla jezyka chinskiego. W celu oddzielania kolejnych stow
(wyodrebnienia tokenéw) potrzebny jest w takim przypadku zestaw metod umozliwiaja-
cych rozstrzygniecie mozliwych dwuznacznosci i zarazem leksykon wszystkich mozliwych

stow.

TEXT: Furthermore, this student’s project could be highly-usable.
TOKENS: ”Furthermore,” ”this” ”student’s” ”"project” ”could” ”be”
"highly-usable.”

Rys. 3.2. Naiwna tokenizacja

Dla jezykéw zapisywanych w alfabecie tacifiskim, np przyklad jezyka angielskiego (rys.
), podzial tekstu na podstawie spacji wydaje sie relatywnie prosty do zrealizowania.
W rzeczywistosci rowniez w przypadku takich jezykéw pojawiaja sie pytania nie majace

jednoznacznych odpowiedzi.

e Nie jest oczywiste co zrobié¢ z konstrukcjami w rodzaju student’s czy didn’t. Zaréwno
dzierzawczy przyrostek (ang. possessive marker) jak i polaczone stowa mozna po-
traktowaé jak jeden token (rys. ). Z drugiej strony mozna by tez oddzieli¢ stowo

” oY,

od czesci wystepujacej po znaku i utworzy¢ dwa osobne tokeny.

e Problem stanowi kwestia tokenizacji wyrazéw zbudowanych z dwéch (i wiecej) stéw
potaczonych mys$lnikiem. Okredlenia w rodzaju co-funder mozna ztokenizowaé jako
jedno stowo. Z drugiej jednak strony, w przypadku okreslen jak low-risk, utworzenie

kilku niezaleznych tokenéw wydaje sie rowniez uzasadnione.

Tokenizacje przeprowadza sie, aby moéc traktowaé tekst jako zbior tokenow. Co wie-
cej, przetwarzanie tekstow (w szczegélnosci trening modeli ttumaczy maszynowych), po-
trzebuje mozliwie malego zbioru réznych tokendéw, ktéry pozwala na reprezentowanie jak
najwiekszego zbioru tekstowego. Nie ma potrzeby przechowywania wszystkim mozliwych
polaczen w rodzaju student’s czy ’house’. Nie trzeba tez uczy¢ modelu ttumacza wielu
roznych wersji translacji stéw w zaleznosci od tego, czy np. wystepuja one z przecinkiem

albo czy zostaly zawarte w cudzystowie (Rys. 3.2]).
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Problem z rozdzielaniem wyrazéw zachodzi nie tylko w przypadku wyrazéw z my$lni-
kiem, dotyczy réwniez wyrazow powstatych z kilku bezposrednio potaczonych stéw. Do-

tyczy on gltéwnie jezykow takich jak jezyk niemiecki.

raw text: Kindergarten
raw text: weltschmerz
raw text: Maschineniibersetzung

Rys. 3.3. Stowa niemieckie

Nowe wyrazy czesto powstaja w nim przez sklejenie dwoch (lub wiecej) niezaleznie
istniejacych stéw. Przykladami moga by¢ kindergarten (przedszkole), weltshmerz (znuzenie
swiatem) czy Maschinenibersetzung (ttumaczenie maszynowe). W zwiazku z tym, ze kazda
ze skltadowych wyrazu moze z powodzeniem pelni¢ samodzielng role (jest samodzielnym

stowem) niektére tokenizatory tworza w ich przypadku osobne tokeny (Rys. [3.3).

3.2.1. Implementacja w projekcie

Tokenizacja wystepuje jako integralna czes¢ niektérych pakietéw przetwarzajacych tekst.
Sytuacja taka zachodzi réwniez w przypadku uzywanego tutaj narzedzia TreeTagger
(podrozdzial stosowanego za posrednictwem biblioteki treetaggerwrapper (podroz-
dzial . W realizowanym projekcie dla tekstu w jezyku niemieckim postuzyt on wtasnie
do tokenizacji. Pelny skrypt realizowanych operacji zamieszczono w dodatku A (kod Zré-

dlowy [A.1)). Ponizej oméwiono jego wybrane fragmenty.

Kod zrédlowy 3.5. Niemieckie zbiory tekstowe
corpse_dirl =
>/home/marek/master/gonito/wmt-2017/corpse/1M/corpus.clean.de’
corpse_dir2 =

>/home/marek/master/gonito/wmt-2017/corpse/1M/validSet .np.de’

corpse_dir3 = ’/home/marek/master/gonito/wmt-2017/dev-0/in.np.tsv’
corpse_dir4 = ’/home/marek/master/gonito/wmt-2017/dev-1/in.np.tsv’
corpse_dir5 = ’/home/marek/master/gonito/wmt-2017/test-A/in.np.tsv’
corpse_dir = [corpse_dirl, corpse_dir2, corpse_dir3, corpse_dir4,

corpse_dir5]

W kodzie zrédtowym zebrane zostaly niemieckie zbiory tekstowe uzywane w dal-

szym przetwarzaniu. Wérdd nich sa (wiersze 11-15 kodu [3.5)): korpus (w jezyku niemiec-
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kim), zbiér walidacyjny i zbiory testowe (na tych ostatnich przeprowadzano nastepnie

ewaluacje thumaczen otrzymanych przy uzyciu modeli).

Kod zrédlowy 3.6. Tokenizacja — metoda start_test

27 |def start_test(n=None) :

Zasadnicza czes¢ dzialan zachodzi w metodzie start_test (kod .

Kod zrédlowy 3.7. Tokenizacja — importowanie bibliotek
29 import treetaggerpoll as ttp

30 import treetaggerwrapper as ttw

Importowane sa potrzebne biblioteki (kod i dla kazdego uzywanego zbioru fak-
tyczne przetwarzanie zaczyna sie of Lini 38 (kod .

Kod zrédlowy 3.8. Tokenizacja — metoda T'agger ProcessPoll
38 p = ttp.TaggerProcessPoll (workerscount=n, TAGLANG="de")

Zawiera ona metode tworzaca sondaz (ang. poll) dla okreslonej liczby (workerscount =
n) proceséw wykonujacych w jego obrebie zadanie (ang. workers) dla wybranego jezyka.
Wartos¢ n ustala sie w miejscu wywotania metody, domyslnie warto$¢ ta jest zgodna
z maksymalng liczba watkéw dostepnych dla danego procesora. Jesli chodzi o obstuge
konkretnego jezyka, to uzywa sie wlasciwego jemu skrétu (tutaj wybrano jezyk niemiecki:

de).

Dalsze przetwarzanie mozna podzieli¢ na dwa etapy:

1. tokenizacja wszystkich zdan (linii) przetwarzanego pliku tekstowego (kod zrédio-

wy 3.9/ wiersze od 41 do 49),

2. zapisanie otrzymanych sekwencji tokenéw do pliku wyjsciowego (kod Zrodlowy
wiersze od 53 do 72).

Kod zrédlowy 3.9. Tokenizacja — operacja open

41 with open(cd, ’r’) as in_file:

Podstawowym etapem przetwarzania jest oczywiscie czes¢ odpowiedzialna za tokeniza-
cje. Na poczatku uzywany plik zostaje otwarty ”do odczytu” i od razu zostaje przypisany
do zmiennej in_file (kod . Nastepnie dla kazdego zdania w otwartym pliku (petla for
kod zostaje przeprowadzona tokenizacja.
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Kod zrédlowy 3.10. Tokenizacja — metoda tag_text_async
for sentence in in_file.readlines():
# print(’sen:’+sentence, end=’’)
taggSet.append(p.tag_text_async (sentence,
prepronly=True, notagurl=True,
notagemail=True,
notagip=True,
notagdns=True,

nosgmlsplit=True))

Do tego celu zostaje wykorzystana metoda tag_text_async opisana w rozdziale Wy-
magane jest tutaj ograniczenie jej dzialania wylacznie do tokenizacji oraz zapewnienie
poprawnego podzialu wyrazow i znakéw interpunkcyjnych na tokeny. Zastosowano wiec

odmienne od domys$lnych wartosci parametréw metody — tabela (por. tabela |2.2)).

Tab. 3.2. Parametry metody tag_text_async dla tokenizacji zbioréw

parametr | wartosc¢

text sentence
prepronly True
notagurl True
notagemail True
notagip True
notagdns True
nosgmlsplit True

Wplyw wyszczegélnionych parametréw (a takze innych sterujacych podana metoda)
opisano w rozdziale wraz z metoda. W tym miejscu na szczegdlng uwage zashiguje
parametr prepronly. Domyslnie przyjmuje on wartosé¢ False. Ze wzgledu jednak na to, ze
przetwarzane sa teksty w jezyku niemieckim, nie ma potrzeby opisywania stéw za pomoca

tagow. Stad zastosowano prepronly = True (linia 48 kodu 3.10)).

Tokenizacja wszystkich wykorzystywanych zdan powyzsza metoda skutkuje otrzyma-
niem listy list tokenéw(po jednej liscie tokenéw dla kazdego zdania/ linii). Nie wystarcza
to jednak do potrzeb dalszego przetwarzania. Niezbedny jest plik tekstowy zawierajacy
stokenizowane zdania (po jednym zdaniu w kazdym wierszu). Aby utworzyé potrzebny

plik realizowany jest drugi z wyszczegdlnionych wczedniej etapéw.

Kod zrédlowy 3.11. Tokenizacja — zapis zdan do pliku
with open(tagged_dir[j], ’w’) as out_file:

print (tagged_dir[j]l+’ opened to write’)
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print (’Make tokens & write file...?’)

for i, r in enumerate (taggSet):

r.wait_finished ()
# print (i, str(r.result))

currlLine = currlLine+1

for token in r.result:

# print (i, token+’ ’, end=’"’)
out_file.write(token+’ 7)
# print ()

out_file.write(’\n’)

if (currlLine == PACK_SIZE):
currlLine = 0
print (’line tokenized:’, i+1,

r.result[0])

taggSet [i] = None

’\tfirst word:’,

print (’Tokenized’, i+1, ’lines’)

Kod bedacy implementacja wykonanych operacji zamieszczono w kodzie zrédlowym [3.11]
Na poczatku potrzebne jest otwarcie pliku ”do zapisu”, w nim beda przechowywane sto-
kenizowane zdania. Realizuje to funkcja open (linia 53. w kodzie , a zwracana przez
nig warto$¢ jest przypisana do zmiennej out_file. Nastepnie w linii 56. rozpoczyna sie
zapisywanie poszczegélnych zdan (lini) w stokenizowanej formie. Na poczatku przetwa-
rzanie jest wstrzymane do momentu, w ktérym tokenizacja zdania zostanie zakonczo-
na (tag-text_async dziala asynchronicznie w réznych procesach), wykonuje to funkcja

r.await_finished w lini 57.

Kod zrédlowy 3.12. Tokenizacja — operacja write

61
62
63
64
65

for token in r.result:

# print (i, token+’ ’, end=’’)
out_file.write(token+’ )
# print ()

out_file.write(’\n’)

Dalej rozpoczyna sie petla for, wewnatrz ktérej dokonany zostaje zapis wydzielonych
wezesniej tokenéw do pliku. Metoda out_file.write(...) zapisuje zawarto$¢ nawiasu (...)

do pliku okreslonego zmienna out_file. Forma wpisywanego tekstu okreslona jest jako
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token +' ', co oznacza kolejny przetwarzany token w wierszu i nastepujaca po nim spacje.
W ten sposob w pliku docelowym kazdy wiersz sktada sie z sekwencji tokendéw oddzielonych
spacja. Instrukcja out_file.write("\n') wystepujaca zaraz po petli powoduje przejécie do
nowej lini (dodanie znaku nowej lini) po ukonczeniu wpisywania tokenéw z przetwarzanego

zdania.

Kod zrédlowy 3.13. Tokenizacja — wyswietlanie komunikatéw dot. przetwarzania

if (currlLine == PACK_SIZE):
currLine = 0
print (’line tokenized:’, i+1, ’\tfirst word:’,

r.result[0])

Komentarza moze wymagaé petla for w liniach 67-69 (kod zrédlowy . Jest ona
zaledwie forma informowania uzytkownika o numerze zapisywanego w danym momencie
wiersza. Stata PACK _SIZFE odpowiada za krok z jakim wypisywane sg w konsoli kolej-
ne informacje o stanie przetwarzania (krok ten wyrazony jest w liczbie przetworzonych

wierszy).

Kod zrédlowy 3.14. Tagowanie i tokenizacja - uruchomienie skryptu
### Tagging with Tokenization
echo "TAGGING and tokenization"
for lang in $src $tgt; do
echo "$lang"
chmod 777 $workingDir/tag-$folderName-$lang.py
python3 $workingDir/tag-$folderName-$lang.py #
corpus.tg.$lang
done

echo "done tagging and tokenization\n"

Kod zZrédtowy przedstawia uruchomienie skryptéw realizujacych tokenizacje i ta-
gowanie uzywanych zbioréw tekstowych (w przypadku jezyka nienieckiego jest to wytacznie
tokenizacja). Zmienne src i tgt oznaczaja tutaj odpowiednio jezyk Zrédlowy — angielski
(en) i jezyk docelowy — niemiecki (de). Wykonywane sa dwa przebiegi petli for, dla
ktorych zmienia sie warto$¢ zmiennej lang. Przypisane do niej zostaja zostaja kolejno
wartodci zmiennych sre i tgt. Oznaczaja one odpowiednio jezyk zrédlowy (wartosé de) i
jezyk docelowy (warto$¢ en). Dalej wobec wykonywanego pdzniej skryptu jezyka Python

($folder Name — $lang.py, gdzie wartosé lang jest uzalezniona od numeru przebiegu) wy-
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konane zostaje polecenie systemu Linux chmod, stosowany do zmiany zezwolen dostepu
do plikow — wartosé 777 oznacza, ze grupa, wlasciciel i pozostali uzytkownicy pliku maja
mozliwos¢ jego odezytu, zapisu (modyfikacji) i wykonania. Od linii 6. kodu przetwa-
rzany jest skrypt jezyka Python wskazany jako argument polecenia python3.

3.3. Normalizacja sté6w oraz algorytm BPE

Przygotowanie zbioréw tekstowych do przetwarzania przed treningiem translatora wiaze

sie z normalizacja stéw zawartych w tekstach oraz z przynajmniej minimalng kompresja

danych. Zajmujace sie tym procesy opisano w sekcjach i

3.3.1. Truecasing

Niniejszy rozdzial opracowano na podstawie Koehn P. [15].

Majac na uwadze minimalizacje przechowywanego zbioru tokenéw rozréznianie stéw
w zaleznosci od wielkosci tworzacych je liter jest zazwyczaj niewskazane. Nie ma potrzeby
szukania osobnych tlumaczen na przyktad dla wyrazéw Machine, machine czy MACHI-
NE. Kazde ich wystapienie odpowiednio na poczatku, w srodku zdania czy w tytule, nie
powinno wplywaé na ttumaczenie stowa. Aby to osiagnaé, podobnie jak w przypadku toke-
nizacji, dazy sie do minimalizacji przechowywanego stownika. Na przetwarzanych tekstach

wykonuje si¢ wiec zwykle jedna z ponizszych operacji:

e lowercasing,

e truecasing.

Lowercasing jest przetworzeniem tekstu ktére zamienia wszystkie jego litery na male
zachowujac przy tym oryginalna tre$¢ tekstu (stowa pozostaja takie same).

Truecasing podobnie jak lowercasing zachowuje oryginalng tres¢ tekstu.

Truecasing - podobnie jak lowercasingu normalizuje wielkos¢ liter w stowie. Nie za-
mienia jednak absolutnie wszystkich liter na mate. Zachowuje wielkie litery na poczatku

imion i nazwisk.
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Implementacja

Przy wykorzystaniu odpowiednich narzedzi przeprowadzenie truecasingu sprowadza sie
do wykonaniu kilku operacji. Nalezy we wlasciwy sposéb (z adekwatnymi argumentami
wywolaé¢ odpowiednie programy lub wykorzysta¢ skrypty. Wszystkie potrzebne polecenia

zawiera kod Zrédlowy [3.15]

Kod zZrédlowy 3.15. Trenowanie i przeprowadzenie normalizacji stéw
echo "Train truecaser & truecase corpse"
for lang in $src $tgt; do
echo "training truecaser .$lang..."
$mosesScr/recaser/train-truecaser.perl -model
$corpseDir/truecase-model.$lang -corpus
$corpseDir/corpus.text.$lang
echo "done"
echo "truecasing corpus.text.$lang..."
$mosesScr/recaser/truecase.perl < $corpseDir/corpus.text.$lang
> $corpseDir/corpus.text.tc.$lang -model
$corpseDir/truecase-model. $lang
echo "done"
echo "truecasing validSet.text.$lang..."
$mosesScr/recaser/truecase.perl <
$corpseDir/validSet.text.$lang >
$corpseDir/validSet.text.tc.$lang -model

$corpseDir/truecase-model. $lang

echo "done"

Przed przeprowadzeniem normalizacji stéw (ang. truecasing) nalezy wytrenowaé¢ model
dla danego jezyka. Stuzy do tego skrypt train—truecaser.perl dostarczony wraz z pakietem
Marian a utworzony pierwotnie dla pakietu Moses. Jego wywotanie znajduje sie w lini
34. zamieszczonego powyzej kodu. Parametr —model oznacza nazwe pliku tekstowego do
jakiego zapisany zostanie model dotyczacy przetwarzanego tekstu. Sam wejsciowy plik

tekstowy przekazywany jest jako wartos¢ parametru —corpus.

Dysponujac wytrenowanym modelem mozna przeprowadzié¢ truecasing na uzywanych
zbiorach tekstowych. Kod zrédtowy w wierszach 37 i 40 prezentuje zastosowanie
modelu do ujednolicenia wielkosci liter w korpusach poszczegélnych jezykéw (Zrédlowy
de, docelowy en) a takze na odpowiadajacych im zbiorach walidacyjnych. Wykorzystuje

sie w tym wypadku skrypt truecase.perl analogicznie do kodu trenujacego, pochodzacy
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z pakietu Moses. Podobnie, jak to bylo w przypadku treningu, jako warto$¢ parametru
model zostaje podana Sciezka dostepu do wytrenowanego wczesniej modelu truecasingu.
Sam plik tekstowy, na ktérym ma zostaé¢ przeprowadzony truecasing, zostaje przekazany

do skryptu za posrednictwem potoku terminala systemu Linux.

3.3.2. Byte Pair Encoding

Niniejszy rozdzial opracowano na podstawie Sennrich et.al.[20]

Dazenie do maksymalnego ograniczenia rozmiaru danych wejSciowych dla treningu
modelu tlumacza maszynowego przyczynia si¢ do wprowadzenia podstawowej kompresji
danych. Jako przyjeta metode stosuje sie tutaj Byte Pair Encoding (Gage[ll]) nazywana
dalej w skrocie BPE. W oryginalnej wersji BPE jest prosta technika kompresji danych,
ktora zaadaptowano do potrzeb segmentowania stéw w tekscie (rozdzial 3.2 pracy [26]).
Wykorzystuje sie tutaj podzial przetwarzanego tekstu na jednostki o rozmiarze litery
(pojedynczego znaku). Podstawowy schemat wyodrebniania segmentéw, przed wlasciwym

segmentowaniem przetwarzanego tekstu, zostal przedstawiony w algorytmie

Na poczatku stownik symboli inicjalizujemy pojedynczymi znakami powstalymi przez
rozbicie poszczegélnych stéw wykorzystanego tekstu (algorytm [2| linia 4). Kazdy wyraz
jest odtad reprezentowany jako sekwencja znakow zakonczona dodatkowym symbolem
konca stowa (na przyktad ’-’ ). Zapobiega to niewlasciwemu laczeniu w pary rzekomo
sasiadujacych znakow (nie wystepujacych obok siebie w obrebie danego stowa) oraz umoz-
liwia odtworzenie calych wyrazéw po przeprowadzeniu tlumaczenia. Nastepnie zliczane
sa wszystkie nastepujace po sobie pary znakéw (znaki w rodzaju ") E’/ M') i zostaje
wybrana ta pojawiajaca sie w zbiorze tekstowym najczesciej (algorytm [2| linia 5). Dalej
(algorytm [2| linia 6) zastepujemy oba znalezione znaki przez nowy symbol utworzony z
ich potaczenia ({!) E') M'} — {"”/ EM'}). Kazde nastepne polaczenie skutkuje dotacze-
niem kolejnego symbolu do stownika symboli. Ostatecznie rozmiar stownika po dodaniu
wszystkich symboli jest taki jak jego rozmiar pierwotny, powiekszony o utworzone potacze-
nia. Zeby poprawié¢ wydajnosé calego algorytmu, mozna kazdemu wyrazowi (symbolowi)
przyporzadkowaé wage oznaczajaca liczbe jego wystapien w przetwarzanym tekscie i z jej

pomoca utrzymywaé uporzadkowany stownik.



47
48
49
50
o1
52
53
54
55
56
57
o8
59
60

3.3 Normalizacja stéw oraz algorytm BPE 43

Algorytm 2: Learn BPE (na podstawie[26])

Input: Ztokenizowany tekst z dopisang liczbg wystapien poszczegdlnych stéw
Output: Najczesciej powtarzajacy sie symbol
Data: Ztokenizowany tekst inData

1 symDict < inData

27+ 0

3 while ¢ < liczba_iteracji do

4 symDict < dodajSymbole DoSownika(symDict)

5 mostFreq < policzWystpieniaPar(symDict)
6 symDict < aktualizujSownik(symDict, mostFreq)
7 14—1+1

Implementacja

W realizowanym projekcie do przeprowadzenia operacji BPE skorzystano ze skryptu do-
starczonego wraz z pakietem Marian. Jest on implementacja przedstawionego powyzej al-
gorytmu (algorytm [2)) uwzgledniajaca pewne dodatkowe modyfikacje. Na poczatku warto
zauwazy¢, ze w przeciwienstwie do oryginalnej idei BPE zastosowanie skryptu nie pro-
wadzi do kompresji czystego tekstu zrodlowego. Jego stosowanie moze jednak prowadzi¢
do zmniejszenia stownika zbudowanego na przetwarzanym tekscie (ang. vocabulary) do
ograniczonego zbioru symboli sktadajacych sie na przetwarzany tekst. Liczba tokenéw

sktadajacych sie na tekst zwieksza sie wtedy jedynie w niewielkim stopniu.

Uruchomienie skryptéw trenujacych i stosujacych BPE na korpusach (odpowiednio

learn_bpe.py oraz apply_bpe.py) zawiera skrypt przedstawiony w kodzie zrédlowym

Kod zZrédlowy 3.16. Trenowanie i stosowanie BPE
### Train BPE:
echo "training $folderName BPE..."
cat $corpseDir/corpus.text.tc.$src $corpseDir/corpus.text.tc.$tgt \
| $subwordNMT/learn_bpe.py -s 85000 \
> $corpseDir/deen.bpe

echo "done"

### Corpus reparation
echo -e "Apply BPE to $folderName corpus:"
for lang in $src $tgt; do
echo "processing .$lang..."
cat $corpseDir/corpus.text.tc.$lang \
| $subwordNMT/apply_bpe.py -c $corpseDir/deen.bpe \

> $corpseDir/corpus.bpe.$lang
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echo "corpus.bpe.$lang created"
done
echo "Apply BPE to $folderName validSet:"
for lang in $src $tgt; do
echo "processing .$lang..."
cat $corpseDir/validSet.text.tc.$lang \
| $subwordNMT/apply_bpe.py -c $corpseDir/deen.bpe \
> $corpseDir/validSet .bpe.$lang
echo "validSet.bpe.$lang created"

done

Pierwsza cze$¢ przetwarzania to trenowanie modelu BPE (linie 49-51 kodu
. Za pomoca polecenia cat (wiersz 49) zawartos¢ korpuséw corpus.text.tc.$src i
corpus.text.tc.$tgt (odpowiednio src - angielski i tgt - niemiecki) zostaje przekazana do
skryptu trenujacego learn_bpe.py (wiersz 50). Parametr —s z przekazang mu wartoscia
oznacza liczbe nowych symboli dodanych do stownika. Wytrenowany model zostaje zapi-
sany w pliku deen.bpe dzieki wlasciwosci przekierowania strumienia konsoli (wiersz 51).
Utworzony model mozna zastosowa¢ do przetwarzanych korpuséw i zbiorow walidacyjnych

(odpowiednio wiersze 56-62 oraz 64-70).



Rozdziat 4

Tagging

Thumaczenie (zaréwno "klasyczne” — przeprowadzane przez czlowieka, jak i maszyno-
we — wykonywane przez wyspecjalizowane narzedzie komputerowe) wymaga znajomosci
stow jezyka docelowego. Mozna réwniez skorzystaé¢ z dodatkowych informacji dostarcza-
nych przez gramatyke danego jezyka. W przypadku ttumaczenia maszynowego trzeba wiec
dostarczy¢ modelowi tlumacza potrzebnych cech jezykowych zapisanych w odpowiedniej
formie. Dostarczany jest wiec precyzyjnie ustalony zbioér znacznikéw okreslajacych cechy
jezykowe wlasciwe dla poszczegdlnych stow tekstu zrédtowego. Mozna dzigki temu bardziej

polegaé na informacjach dotyczacych matego odcinka korpusu.

Tagowanie ma rowniez zalete zwiazana z ograniczeniami sprzetowymi maszyny realizu-
jacej trenowanie thumacza i ttumaczenie. Moze poméc w ograniczeniu koniecznosci (czasem

pomaga uniknaé¢ prawie calkowicie) korzystania z pamieci dlugotrwalej komputera.

4.1. Oznaczanie czeSci mowy

Oznaczanie czesci mowy (ang. Part Of Speech tagging, w skrocie POS tagging) jest zada-
niem polegajacym na przyporzadkowywaniu etykiet, ktére odpowiadaja czeSciom mowy,
do stéw albo tokenéw ([10]). Do przeprowadzenia tego procesu nalezy wybraé¢ odpowiednie
narzedzia, jak stosowany w tym wypadku TreeTagger (uzywany réwniez do tokenizacji —
patrz rozdzial . Kolejng istotng kwestia jest wybor zestawu znacznikdéw przyporzad-

kowywanych slowom w procesie POS taggingu (tutaj Penn Treebank tagset opisany w

rozdziale .

Termin tag oznacza etykiete przypisywana kazdemu stowu/tokenowi w korpusie teksto-

wym. Reprezentuje on cze$¢ mowy oraz inne gramatyczne kategorie takie jak na przyktad
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TEXT: Is he doing it right?

| TAGS |: I VBZ | he| PP | doing VBG | it| PP | right| RB| 7| SENT |

Rys. 4.1. Tekst z tagami - przyktad

przypadek, czas, liczba (pojedyncza/mnoga) (Sketch Engine [4]). Wszystkie potrzebne
cechy witasciwe dla danego jezyka musza wobec tego zosta¢ w systematyczny sposéb opi-
sane i zapisane w zwieztej formie. Zbidr etykiet moze zostaé ustalony na réznym poziomie
szczegotowosci. W podstawowej formie w tagach moga zostaé rozréznione zaledwie gtéwne
czesci mowy (V - czasownik, N - rzeczownik, A - przymiotnik itd.). Mozna jednak pdj$é
dalej i rozrézniaé tagi na podstawie wiekszej liczby cech gramatycznych. Moga to byé na
przyklad czasy, liczba (pojedyncza/mnoga), strona, wydzwiek, koniugacja. W zaleznosci
od potrzeb dopuszczalne jest tez oczywiscie dodanie dowolnego rodzaju elementéw do

tagéw.

P1.a: Students do not sleep very much.

P1.b: Lack of sleep is harmful for people.

P2.a: Many sleepless nights can effect in dead appearance.
P2.b: turns too many sleepless nights into the dead.

Rys. 4.2. Kilka znaczen wyrazéw

Do czego mogg zatem stuzyé¢ tagi wydobyte z tekstu? Reprezentuja cechy gramatyczne
poszczegblnych stéw w przetwarzanym tekscie. Umozliwiaja zatem uwzglednienie kryte-
riéw jezykowych w tlumaczeniu maszynowym. Dla wielu jezykéw to samo stowo mozna
interpretowaé (w interpretacji gramatycznej) na kilka réznych sposobéw. Przykladowo w
przypadku jezyka angielskiego stowo sleep moze oznaczaé zaréwno czasownik (ang. verb)
"spa¢” — Rys. Pl.a jak i rzeczownik (ang. noun) "sen” — Rys. P1.b. Podobnie
stowo dead wystepuje jako przymiotnik (ang. adjective) "martwy” — Rys. P2.a oraz
jako rzeczownik (ang. noun) "zmarli” — Rys. P2.b.

Istnieje réwniez mozliwosé wykorzystania zestawu samych tagéw bez stéow, na
podstawie ktérych je wyodrebniono. Mozna odkrywaé wzorce/konstrukcje gramatyczne
bez odwolywania do samych wyrazéw. Zapiszmy na przyktad instrukcje:
ewyszukaj angielski rzeczownik w liczbie mnogiej niepoprzedzony przedimkiem (article).
Oczywiscie mozliwe jest rowniez polaczenie regul analizy tekstu, przykladowo:
ewyszukaj przymiotnik ”dead” wystepujacy w tekscie jako przymiotnik (adjective), po

ktérym wystepuje rzeczownik (noun) w liczbie mnogiej.
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Zbiér wszystkich POS-tagéw sposrod ktérych wybiera sie tagi charakteryzujace po-
szczegllne stowa w przetwarzanym Kkorpusie, okreéla sie mianem tagsetu. Moze mieé on
rézna postaé (np. rézna licznosé) w zaleznosci od opisywanego jezyka. Dla podobnych je-
zykéw réwniez tagsety moga byé podobne, jednak gdy jezyki sa calkowicie niezwiazane ze

soba réwniez odpowiadajace im tagsety beda catkowicie rézne.

4.1.1. Idea tagowania

Dysponujac okreslonym tagsetem mozna zrealizowaé proces tagowania. Podzielmy podej-

Scie do tej kwestii na dwa gltéwne sposoby:

e manualne (przez czlowieka),

e automatyczne (przez narzedzia programistyczne).

Obecnie rzadko stosuje sie metode manualnego przypisywania znacznikéw/tagéw
(Sketch Engine [4]). Dopasowanie odpowiednich etykiet do wszystkich dostarczonych stéw
zajetoby cztowiekowi duzo czasu. Poniewaz jest to bardzo pracochlonny proces, aby osia-
gnaé zadowalajace wyniki w rozsadnym czasie nalezaloby do tego zatrudni¢ wiele os6b
(wiaze sie to tez ze zwiekszonymi kosztami). Nalezaloby réowniez zwrécié uwage na kwe-
stie uzgadniania wynikéw tagowania. Obecnie uproszczono to zadanie przez zastosowanie
wyspecjalizowanych narzedzi komputerowych. Nie przypisuja one etykiet(POS tagéw) do
stéw ale sprawdzaja, czy nie wystepuja niespdjnoéci miedzy tagami przydzielonymi przez
roznych autoréw. Kiedy program wykryje réznice pomiedzy dostarczonymi wersjami ety-
kietowania/tagowania danego stowa, anotatorzy musza uzgodni¢ jak ma wygladaé¢ dysku-
syjny tag/etykieta. Moga tez doda¢ nowy znacznik do tagsetu, zeby przystosowaé¢ go do

nowych okolicznoéci.

Do manualnego tagowania ucieka sie aktualnie jedynie w przypadku bardzo malych
korpuséw (takie podejscie stosowane jest zazwyczaj w przypadku danych trenujacych dla
nowo tworzonych automatycznych POS taggeréw). Reczne tagowanie duzych korpuséw
(wiele miliardéw stéw) jest malo wydajne — w ich przypadku robi sie uzytek z narzedzi
w pelni (lub przynajmniej w zasadniczej czesci) automatycznych. Narzedzia stosowane do
etykietowania zazwyczaj okresla si¢ wlasnie mianem POS tagger albo po prostu tagger.
Poprawnosé¢ dziatania wielu z dostepnych taggeréw osiaga doktadno$é powyzej 98% (Sta-

tistical Machine Translation [15]).
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Pojawiajace sie niedoktadnosci wynikaja czesto z drobnych bledéw znajdujacych sie w
przetwarzanym korpusie, na przyklad takich jak ”literéwki” (np. graet zamiast great),
albo uzyte czasem wykrzyknienia przeksztalcajace podstawowe stowo (np. suuuuper). Ko-
lejny problem moga stanowi¢ pojawiajace sie w korpusie dwuznacznosci. Ciezko z cala
pewnoscia oszacowaé dla nich wlasciwa interpretacje danego stowa. Ilustruje to przyktad
zdania: ”Time flies.” (Sketch Engine [4]). Rozumowanie moze doprowadzi¢ do wniosku,
ze wyrazenie sklada sie z rzeczownika i czasownika (noun + verb) — angielski idiom
tlumaczony na: ”Czas leci.”. Z drugiej strony moze ono tez byé¢ nastepujacymi po sobie
czasownikiem i rzeczownikiem (verb + noun) — czyli ”Zmierz (czas) much.”.

Szczesliwie (dla uzytkownikéw) algorytmy zaimplementowane w powszechnie wykorzysty-
wanych narzedziach znajduja rozwiazania powyzszych trudnosci nie powodujac powsta-

wania kolejnych.

Przed wykonaniem samego tagowania korpusu potrzeba jednak wytrenowaé narzedzie.

Uzywajac jedynie malego zbioru (1 milion stéw czesto wystarcza) manualnie przygotowa-
nych danych treningowych tagger ”uczy si¢” w jaki sposob etykietowaé stowa korpusu we
wlasciwym procesie tagowania uwzgledniajac stowa w pewnym kontekscie (na przyktad
po dwa stowa wystepujace przed i po danym slowie w zdaniu).
Oczywistym jest, ze jakos¢ dzialania taggera zalezy od jakosci danych treningowych —
jesli w dostarczonym zbiorze tekstowym wystepuja przedstawione wyzej niedoktadnosci,
wplynie to na wynik dzialania taggera. Podobna sytuacja mialaby miejsce w przypadku,
gdyby w momencie wystapienia niejednoznacznosci w interpretacji etykietowania danych
stow nie uzgodniono wtasciwego doboru tagow.

Niektore zadania wymagaja tagowania korpuséw réznych jezykéw. Mozna to rozwiazaé

na dwa sposoby:.

1. Pewne taggery operuja na pojedynczych jezykach. Narzedzia te dysponuja czesto
zbiorem regutl i algorytméw wyspecjalizowanych pod katem konkretnych dialektéw.
Moga stosowaé rézne charakterystyczne dla nich podejscia do analizy tekstu. Tago-
wanie korpusow w roéznych jezykach nalezy wtedy realizowaé¢ réznymi narzedziami

przystosowanymi wlasnie do tych tekstéw.

2. Dostepne sa narzedzia przystosowane do przetwarzania wiecej niz jednego jezyka.
Zasadnicze elementy taggeréw pozostaja wtedy wspdlne pomiedzy dialektami. Roz-

nice stanowig jedynie osobne modele jezykowe dla kazdego z jezykow.
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4.2. Zestaw tagéw Penn Treebank

W projekcie do realizacji tagowania postuzono sie angielskim zestawem Penn Treebank

tagset. Tabela zawiera wszystkie tagi wystepujace w tym zbiorze wraz z prostym wyja-

$nieniem samego symbolu (czasami rozwiniecie skrétu) oraz przyktadami stéw do ktérych

moga go stosowaé. Calosé pochodzi z materialéw udostepnionych przez Sketch Engine[3).

Tab. 4.1. Zestaw tagéw Penn Treebank [3]

POS Tag Description Example
CC coordinating conjunction and
CD cardinal number 1, third
DT determiner the
EX existential there there is
FW foreign word les
IN preposition, subordinating conjunction in, of, like

IN/that that as subordinator that
JJ adjective green
JJIR adjective, comparative greener
JJS adjective, superlative greenest
LS list marker 1)
MD modal could, will
NN noun, singular or mass table
NNS noun plural tables
NP proper noun, singular John
NPS proper noun, plural Vikings
pPDT predeterminer both the boys
POS possessive ending friend’s
PP personal pronoun I, he, it
PP$ possessive pronoun my, his
RB adverb however, usually, naturally, here, good
RBR adverb, comparative better
RBS adverb, superlative best
RP particle give up
SENT Sentence-break punctuation e

Ciag dalszy nastapi...
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Tab. 4.1 Penn Tagset — kontynuacja
POS Tag Description Example

SYM Symbol J[=*
TO infinitive ‘to’ togo
UH interjection uhhuhhuhh
VB verb be, base form be
VBD verb be, past tense was, were
VBG verb be, gerund/present participle being
VBN verb be, past participle been
VBP verb be, sing. present, non-3d am, are
VBZ verb be, 3rd person sing. present is

VH verb have, base form have
VHD verb have, past tense had
VHG verb have, gerund/present participle having
VHN verb have, past participle had
VHP verb have, sing. present, non-3d have
VHZ verb have, 3rd person sing. present has
\'AY verb, base form take
VVD verb, past tense took
VVG verb, gerund/present participle taking
VVN verb, past participle taken
VVP verb, sing. present, non-3d take
VVZ verb, 3rd person sing. present takes
WDT wh-determiner which
WP wh-pronoun who, what
WP$ possessive wh-pronoun whose
WRB wh-abverb where, when

# # #

$ $ $

Quotation marks
Opening quotation marks
Opening brackets
Closing brackets

Ciag dalszy nastapi...
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Tab. 4.1 Penn Tagset — kontynuacja

POS Tag Description Example

) Comma ’

Punctuation - ...

Gléwnym powodem wyboru zestawu Penn Treebank tagset byta znaczna liczba wyod-

rebnionych réznych etykiet stéw (w powyzszej tabeli zebrano 58 réznych tagdw).

4.2.1. Objasnienie tagéow

W tabeli podano jedynie podstawowe informacje o poszczegdlnych tagach. Niniejsza
sekcja stuzy bardziej szczegbélowemu przedstawieniu niektérych z nich (na podstawie ar-

tykulu Santorini[22] i danych ze Sketch Engine[3]).

ADJECTIVE — tag przymiotnika i jego odmiany

JJ (adjective) — przymiotnik
Przyktady: simple, tired, nice

Roéwniez zwiazki wyrazéw rozdzielonych tacznikiem ”-”

niki [T
Przyktady: one-of-a-kind, out-of-order

sa traktowane jak przymiot-

JJR (adjective, comparative) — przymiotnik, poréwnawczy

Do tej grupy zaliczamy przymiotniki koniczace sie przyrostkiem poréwnawczym -er.
Przyktady: bigger, smaller

Wyrazy less i more uzywane jako przymiotniki wystepujace rowniez sa tagowane
jako JJR (na przyktad w stwierdzeniu more or less spam). Tak samo moga by¢
tagowane rowniez w przypadku gdy wystepuja samodzielnie.

Niektore przymiotniki o znaczeniu poréwnawczym (np. inferior) nie koficza sie przy-
rostkiem -er. Powinny zosta¢ sklasyfikowane jako [JJ| Podobnie przymiotniki kon-
czace sie przyrostkiem -er ale nie majace znaczenia poréwnawczego rowniez powinny

otrzymaé etykiete [JJ|

JJS (adjective, superlative) — przymiotnik, superlatyw

Tag ten przypisywany jest do stéw konczacych sie na -est (takze -ost).
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Przyktady: biggest, greatest, , worst

Wyrazy least i most uzywane jako przymiotniki réwniez sa tagowane jako JJS (na
przyklad w stwierdzeniu most or the least spam). Tak samo moga by¢ tagowane
rowniez w przypadku gdy wystepuja samodzielnie.

Niektore przymiotniki o znaczeniu superlatywnym (np. first, last) nie koncza sie

przyrostkiem -est. Powinny zostaé sklasyfikowane jako [JJ|
NOUN — tag rzeczownika i jego odmiany
NN (noun, singular or mass) — rzeczownik, liczba pojedyncza albo grupa

NNS (noun plural) — rzeczownik w liczbie mnogiej

NP (proper noun, singular) — rzeczownik wlasciwy, liczba pojedyncza
Tag powstal dzigki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez

przeksztalcenie tagu NNP z tagsetu Penn w wersji podstawowej.

NPS (proper noun, plural) — rzeczownik wlasciwy, liczba mnoga
Tag powstal dzieki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez

przeksztatcenie tagu NNPS z tagsetu Penn w wersji podstawowej.

VERB — tag czasownika i jego odmiany
V'V (verb, base form) — czasownik, forma podstawowa
VVD (verb, past tense) — czasownik, czas przeszly

VVG (verb, gerund/present participle) — czasownik, rzeczownik odczasownikowy /imie-

stéw czasu terazniejszego
VVN (verb, past participle) — czasownik, imiestéw czasu przeszlego

VVP (verb, sing. present, non-3d) — czasownik, liczba pojedyncza czsu terazniejszego,

nie w trzeciej osobie

VVZ (verb, 3d person sing. present) — czasownik, trzecia osoba liczba pojedyncza czas

terazniejszy

VB (verb be, base form) — czasownik be, forma podstawowa
Tag powstal dzieki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez
odr6znienie czasownika be (by¢) od pozostalych nie modalnych (V'V)).
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VBD (verb be, past tense) — czasownik be, czas przeszly
Tag powstal dzigki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez
odréznienie czasownika be (by¢) od pozostatych nie modalnych (VVD).

VBG (verb be, gerund/present participle) — czasownik be, rzeczownik odczasowniko-
wy/imiestéw czasu terazZniejszego
Tag powstal dzieki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez
odréznienie czasownika be (by¢) od pozostatych nie modalnych .

VBN (verb be, past participle) — czasownik be, imiestéw czasu przeszlego
Tag powstal dzieki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez
odréznienie czasownika be (by¢) od pozostatych nie modalnych (VVN).

VBP (verb be, sing. present, non-3d) — czasownik be, liczba pojedyncza czasu teraz-
niejszego, nie w trzeciej osobie
Tag powstal dzieki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez
odréznienie czasownika be (by¢) od pozostatych nie modalnych (VVP).

VBZ (verb be, 3rd person sing. present) — czasownik be, trzecia osoba liczba pojedyncza
czas terazniejszy
Tag powstal dzieki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez
odréznienie czasownika be (by¢) od pozostalych nie modalnych .

VH (verb have, base form) — czasownik have, forma podstawowa
Tag powstal dzieki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez
odréznienie czasownika have (mie¢) od pozostalych nie modalnych (VV)).

VHD (verb have, past tense) — czasownik have, czas przeszty
Tag powstal dzieki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez
odréznienie czasownika have (mie¢) od pozostalych nie modalnych (VVD)).

VHG (verb have, gerund/present participle) — czasownik have, rzeczownik odczasow-
nikowy /imiesléw czasu teraZniejszego
Tag powstal dzieki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez
odréznienie czasownika have (mie¢) od pozostalych nie modalnych .

VHN (verb have, past participle) — czasownik have, imiestéw czasu przeszlego
Tag powstal dzieki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez
odréznienie czasownika have (mieé¢) od pozostalych nie modalnych (VVN)).
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VHP (verb have, sing. present, non-3d) — czasownik have, liczba pojedyncza czasu
terazniejszego, nie w trzeciej osobie
Tag powstal dzieki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez
odr6znienie czasownika have (mieé¢) od pozostalych nie modalnych .

VHZ (verb have, 3rd person sing. present) — czasownik have, trzecia osoba liczba po-
jedyncza czas terazniejszy
Tag powstal dzieki modyfikacji wprowadzonej dla TreeTaggera (rozdzial przez
odr6znienie czasownika have (mieé¢) od pozostalych nie modalnych .

Pozostale tagi

CC (coordinating conjunction) — spdjnik nadrzedny (koordynujacy)
Przyktady: and, but, or, nor
Kategoria ta obejmuje takze stowa takie jak yet (na przyktad It’s old yet still servi-
cable). Do grupy zaliczaja si¢ tez operatory matematyczne jak plus, minus, times,
over, less (times w znaczeniu ”"pomnozone przez” albo "razy”; over w znaczeniu
"podzielony przez”). Réwniez for w znaczeniu beacause (poniewaz) mozna trakto-

wac jako element grupy CC.
CD (cardinal number) — liczebnik gléwny

DT (determiner) — okreslnik (determinator)

Fo tej grupy zaliczamy przedimki w rodzaju a, an, the, no, every. Mieszcza sie w niej
réwniez nieokreslone determinatory (przedimki) jak any, each, either, neither, that,
this, these, those, another, some. Wystapienia stéw both, all (na przyklad w both
cases albo all papers) sa réwniez tagowane jako DT, jesli nie poprzedzaja innego
okreslnika albo zaimka dzierzawczego.

W wypadku, w ktérym za takim stowem (both albo all) wystepuje jednak zaimek
dzierzawczy albo okredlnik taguje sie je jako [PDT]

Z kolei such jako ze moze wystepowaé z okreslnikiem (np. no such idea) powinien
by¢ traktowany jak przymiotnik . Jesli jednak poprzedza okreslnik (such a lovely

view) powinien otrzymaé etykiete [PDT

EX (existential there) — there egzystencjalne
Jest to nieakcentowane there ktére powoduje przesunigcie podmiotu logicznego zda-
nia i odmienionego czasownika.

Przyktad: There was a sunrise.
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FW (foreign word) — stowo obcojezyczne
Stowo w innym (patrzymy z perspektywy jezyka angielskiego) jezyku. Na przyklad
wszystkie stlowa stwierdzenia Ad rem albo Ad maiorem Dei gloriam powinny by¢

tagowane jako FW

IN (preposition, subordinating conjunction) — przyimek, sp6jnik podrzedny
W tagsecie w wyrazny sposéb nie rozréznia sie przyimka od spéjnika podrzednego.

Jest to uwzgledniane tylko w algorytmie przydzielania tagow.
IN/that (that as subordinator) — that jako sp6jnik podrzedny

LS (list marker) — znacznik listy
Cyfry (liczby, liczebniki), litery w formie uzywanej jako znaczniki kolejnych
(pod)elementéw w listach.

Przyktad: 5. ; A.

MD (modal) — czasownik modalny
Do tej grupy zaliczamy czasowniki, ktore w trzeciej osobie liczby pojedynczej nie sa
zakonczone przyrostkiem -s.

Przyktady: can, may, might, must, shall, will

PDT (predeterminer) — (przed)okreslnik
Pojawiaja sie tutaj wyrazy podobne do stéw o kategorii [DT] ale dotycza stéw, po
ktorych wystepuja przedimki albo zaimki dzierzawcze.

Przyktady: half this time, all these people

POS (possessive ending) — koncowka dzierzawcza
Naleza do tej grupy zakonczenia stéw jak ’s albo samo ’. Na etapie tokenizacji sg
one oddzielane od stoéw z ktérym sa wcezesniej ztaczone tworzac jakby osobny wyraz.

Przyktady: John’s baptism, The Elders’ wisdom

PP (personal pronoun) — zaimek osobowy
Naleza do tej grupy wtasciwe zaimki osobowe jak na przyktad I, me, you, she, he,
him (wielkosé liter nie ma tutaj znaczenia). Do tej kategorii zalicza si¢ réwniez
nominalne zaimki dzierzawcze (jak mine, yours, hers, his, ours, theirs) a takze
zaimki zwrotne zakonczone przyrostkiem -self lub -selves.

Formy przymiotnikowe zaimka dzierzawczego (np. my, your, her, his, its, our, their)

moga by¢ rowniez tagowane jako
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PP$ (possessive pronoun) — zaimek dzierzawczy
Do tej grupy naleza my, your, her, his, its, our, their, one’s. Nominalne zaimki

dzierzawcze (w rodzaju mine, yours, hers, his, ours, theirs) zalicza sie do grupy

RB (adverb) — przystéwek
Do tej grupy zazwyczaj naleza stowa konczace sie na -ly. Mieszczg sie tu jednak
tez wyrazy okreslajace stopien (np. too, very, quite), jak réwniez wyrazy takie jak
indeed, enough pisane na koncu zdania. Do grupy przystéwkow RB naleza tez za-
przeczenia not, never i zakohczenia stéw n’t. Przykiad: She is a friendly person

indeed, very interesting case, can’t do it, never again

RBR (adverb, comparative) — przystéwek poréwnawczy
Do tej grupy naleza stowa konczace sie na -er i majace porownawcze znaczenie.
Przyktad: I have a better idea
Przystéwki posiadajace wymagana koncéwke (-er) ale nie majace wyraznie poréw-

nawczego znaczenia (np. do it later) naleza do grupy

RBS (adverb, superlative) — przystéowek, superlatyw
Do tej grupy naleza przystéwki w znaczeniu superlatywnym (czesto konczace sie
przyrostkiem -est).
Przyktady: lightest

Przystéwek most w polaczeniu most every- zaliczany jest jednak do grupy [RB]

RP (particle) — partykula

Do tej grupy nalezy wiele wyrazéw monosylabicznych. Moga one czesto pelnié¢ tez

funkcje przystéwkow i przyimkow (IN]).

SENT (sentence-break punctuation) — znak interpunkcyjny rozdzielajacy zdania
Do tej grupy naleza znaki interpunkcyjne konczace (rozdzielajace) zdania.

Przyktad: . ! ¢

SYM (symbol) — symbol
Do tej grupy nalezg znaki i wyrazenia matematyczne, ktore nie sa angielskimi sto-
wami. Nazwy jednostek, nazwy zwiazkéw chemicznych itp. powinny by¢ tagowane

jak rzeczowniki.

Przyktad: / [ = *

TO (infinitive 'to’) — bezokolicznik to

Do tej grupy zaliczane jest stowo to kiedy jest uzywane jako wyktadnik bezokoliczni-
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ka (ang. infinitive marker). Kiedy wystepuje w roli przyimka powinno by¢ zaliczone

do grupy

UH (interjection) — wykrzyknienie
Zaliczaja sie do tej grupy wyrazy takie jak na przyklad see (np.See, it’s working
like this), my (np. My, what a lovely morning). Réwniez stowa well, yes czy tez uh

tagowane sa tagiem UH.

WDT (wh-determiner) — determinator (okreslnik) wh-
Do tej grupy zaliczany jest wyraz which. Wyraz that rowniez wlacza sie do tej grupy,

jesli jest uzyty jako zaimek wzgledny (relative pronoun).

WP (wh-pronoun) — zaimek wh-

Do grupy tej zaliczane sg stowa takie jak who, whom, what.

WP$ (possessive wh-pronoun) — zaimek dzierzawczy wh-

Do tej grupy zalicza si¢ stowo whose.

WRB (wh-adverb) — przystéwek -wh
Do tej grupy zaliczane sg stowa takie jak na przyktad why where, how. Te kategorie
mozna rowniez przypisa¢ do stowa when — jesli wystepuje jako przystéwek czasu
(temporal adverb) (Przyktad 1).
Przyktad 1: When i saw him, he started running. Jedli jednak when przyjmuje w
zdaniu znaczenie if (Przyklad 2) powinien by¢ traktowany jak spéjnik podrzedny
(i by¢ tagowany jako [IN]).

Przyktad 2: I appreciate it, when you try to do something useful.

4.3. Proces tagowania

Zazwycza]j proces tagowania opisuje si¢ jako rodzaj sekwencji: tag pierwszego z rozwaza-
nych stéw moze zalezeé¢ od tagu slowa drugiego czy trzeciego, tag stowa drugiego moze
zaleze¢ od slowa pierwszego, trzeciego i czwartego i tak dalej (Goldberg [12]). Mozna
to z powodzeniem przyblizy¢ uzyciem ”"okna” o wielkosci dwéch stéw przykladanego do
analizowanego stowa z obu stron (przed i za slowem). Jesli tagowanie zachodzi w $cisle
ustalonym porzadku (na przyktad od lewej do prawej strony) przy ustalaniu kolejnych ta-
gbébw mozna sie postuzy¢ etykietami zatwierdzonymi wezeéniej (np. pochodzacymi od stéw
po lewej stronie). Przed postuzeniem uzgodnionymi wezesniej informacjami trzeba okresli¢

ich Zrédto. Informacje o tagach opiera sie na dwdch typach przestanek:
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e przestanki wewnetrzne,

e przestanki zewnetrzne.

Przestanki wewnetrzne wiaza sie z konkretnym stowem jako takim. Naleza do nich

czynniki takie jak chocby tozsamos$é stowa (ang. the identify of the word) — dla przykla-
du, niektére moga z wiekszym prawdopodobienstwem by¢ rzeczownikami niz czasownikami
(wedlug danych z Google Translate https://translate.google.com/ taka sytuacja za-
chodzi choc¢by dla przywolanego wczesniej angielskiego stowa time).
Przestanke wewnetrzna stanowia réwniez przedrostki, przyrostki, czy ortograficzna for-
ma stowa (ang. orthographic shape of the word). Na przyktad w wielu jezykach stowa
zaczynajace si¢ wielka litera najprawdopodobniej sa nazwami wlasnymi. Jesli chodzi o
czes¢ mowy to na przyklad angielskie stowo konczace sie przyrostkiem -ed najpewniej
jest czasownikiem w czasie przeszlym, czy tez wyraz zaczynajacy sie na un- jest najpew-
niej przymiotnikiem (zaprzeczeniem). Réwniez liczba wystapien stowa, nalezaca do grupy
przestanek wewnetrznych, moze mieé¢ znaczenie — rzeczowniki wystepuja rzadziej niz inne
czeSci mowy.

Do przestanek zewnetrznych zaliczaja sie (analogicznie do przestanek wewnetrznych)
nazwa slowa, ich przedrostki czy przyrostki. W tym wypadku dotycza one jednak stéw
bedacych w sasiedztwie tego aktualnie analizowanego. Rowniez POS tagi stéw poprze-
dzajacych (stéw bedacych w obrebie okna branego pod uwage) maja w tym wypadku

znaczenie.


https://translate.google.com/

Rozdziat 5

Projekt magisterski

Proces trenowania modelu tlumacza automatycznego mozna podzieli¢ na kilka odrebnych

etapéw. Przyblizony porzadek ich realizacji prezentuje Algorytm .

Algorytm 3: Trening

Input: Surowe dane tekstowe,

jezyki zrodtowy i docelowy we wspolnych plikach
Output: Model ttumacza automatycznego

Data: Pliki tekstowe Al, A2, A3, A4

cleanData = zbierz_i_wstepnie_przetworz(Al, A2, A3, A4)
prepreparedData < taguj_i_tokenizuj(cleanData)
readyData + wykonaj_ostatnie_szli fy(prepreparedDat)
model < trenuj(readyData)

B W N =

5.1. Gromadzenie i wstepne przetwarzanie

Dzialania reprezentowane w algorytmie [3| przez metode zbierz_i_wstepnie_przetworz sg
realizowane w ramach przetwarzania wstepnego i naleza do nich takie operacje jak:
e gromadzenie danych tekstowych (Rozdziat ,

e skracanie korpuséw (Rozdzial ,

e czyszczenie korpuséw (Rozdzial 3.1.3)).

5.1.1. Gromadzenie danych tekstowych

W ramach gromadzenia danych tekstowych po dziataniach opisanych we wskazanym roz-

dziale (3.1.1)) zachodzi jeszcze proces rozdzielania utworzonego pliku tekstowego na korpus
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jezyka zrodlowego (niemiecki) i korpus jezyka docelowego (angielski) — kod Zrédtowy
Od tego miejsca dzialania wykonywane na kazdym z korpuséw sa (miejscami) uzaleznione
od jego jezyka (kazde z nich dotyczy réwniez korpuséw walidacyjnych, zbiory testowe sa

przetwarzane tak, jak korpus jezyka zrodlowego de).

Kod zrédlowy 5.1. Rozdzielanie jezykow
### Separate languages
echo "Separating languages..."
cut -f 1 $corpseDir/rawCorpse.shuf.tsv >
$corpseDir/rawCorpse.shuf.$src
cut -f 2 $corpseDir/rawCorpse.shuf.tsv >
$corpseDir/rawCorpse.shuf. $tgt

echo "donel\n"

5.1.2. Czyszczenie korpusow

W ramach czyszczenia korpuséw (m.in.) przed dzialaniami opisanymi we wskazanym roz-
dziale zachodzi jeszcze proces normalizacji interpunkeji (kod Zrédlowy . Za-
stosowany skrypt normalize — punctuation.perl, nalezacy do narzedzia M oses, poprawia
znaki interpunkcyjne, aby reprezentowane byly przez wlasciwe (dla danego jezyka) znaki

w kodowaniu UTF.

Kod zrédlowy 5.2. Normalizacja interpunkcji
### Normalize punctuation
echo "Normalise punctuation"
for lang in $src $tgt; do
echo "Creating corpus.np.$lang..."
cat $corpseDir/corpse$folderName.$lang \
| $mosesScr/tokenizer/normalize-punctuation.perl -1 $lang -
threads 12 \
> $corpseDir/corpus.np.$lang
echo "done"
echo "Creating validSet.np.$lang..."
cat $corpseDir/validSet.$lang \
| $mosesScr/tokenizer/normalize-punctuation.perl -1 $lang -
threads 12 \
> $corpseDir/validSet .np. $lang

echo "done"
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done

5.2. Tagowanie i tokenizacja

Zgromadzone, znormalizowane i wyczyszczone korpusy sg przygotowane do przeprowadze-
nia tokenizacji i tagowania (w algorytmie [3| reprezentuje to operacja taguj_i_tokenizuyj).
Dla cze$ci niemieckiej (tokenizacja) proces ten zostal opisany w rozdziale Proces prze-
twarzania czeci dotyczacej jezyka angielskiego (tagowanie z tokenizacja) jest opisany w

podrozdziale [5.2.1

5.2.1. Implementacja tagowania w projekcie

Wiele pakietéow operujacych na tekscie umozliwia zrealizowanie kilku zadan zwigzanych
z jego przetwarzaniem. Taka sytuacja ma miejsce w przypadku narzedzia TreeTagger
(podrozdzial stosowanego w niniejszym projekcie za posrednictwem biblioteki
treetaggerwrapper (podrozdzial . Przeprowadza nie tylko tokenizacje (co pokazano w
podrozdziale ale przede wszystkim stuzy do tagowania (na co wskazuje sama nazwa).
W realizowanym projekcie tagowanie zastosowano dla tekstow w jezyku angielskim. Pelny
skrypt implementujacy ten proces zawarto w dodatku B a objasnienia przedstawiono
ponizej.
Kod zrédlowy 5.3. Angielskie zbiory tekstowe
corpse_dirl =
’/home/marek/master/gonito/wmt-2017/corpse/1M/corpus.clean.en’
corpse_dir2 =
>/home/marek/master/gonito/wmt-2017/corpse/1M/validSet .np.en’

corpse_dir = [corpse_dirl, corpse_dir2]

# tagged_dir = ’tmpTagged.en’

tagged_dirl =
>/home/marek/master/gonito/wmt-2017/corpse/1M/corpus.tg.en’

tagged_dir2 =
>/home/marek/master/gonito/wmt-2017/corpse/1M/validSet.tg.en’

tagged_dir = [tagged_dirl, tagged_dir2]

W kodzie Zréodtowym zebrane zostaly zbiory tekstowe uzywane w dalszym prze-

twarzaniu. Zawarte sa one w nastepujacych plikach: korpus w jezyku angielskim (wiersz
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11. kodu zrédlowego [5.3)) i angielska strona zbioru walidacyjnego (wiersz 12. kodu zrédto-
wego 5.3]) — ten ostatni stuzy jako zbiér kontrolny w dalszym procesie trenowania modelu

tlumacza.

Kod zrédlowy 5.4. Tagowanie — metoda start_test

def start_test(n=None):

Zasadnicza czeSé przetwarzania zachodzi w metodzie start_test (kod |5.4)).

Kod zrédlowy 5.5. Tagowanie — importowanie bibliotek
import treetaggerpoll as ttp

import treetaggerwrapper as ttw

Po zaimportowaniu potrzebnych bibliotek (kod dla kazdego uzywanego zbioru
faktyczne przetwarzanie zaczyna sie od wiersza 32. (kod .

Kod zZrédtowy 5.6. Tagowanie — metoda Tagger ProcessPoll

p = ttp.TaggerProcessPoll (workerscount=n, TAGLANG="en"

Dla kazdego uzywanego zbioru powstaje tu sondaz proceséw (ang. poll) dla wybranego
jezyka (TAGLANG ="en”) i okreslonej liczby proceséw (workerscount = n). Ich liczbe
ustala sie w miejscu wywolania metody start_test — domyslnie zmienna n przyjmuje tam
wartos¢ pusta None co w efekcie oznacza przyjecie przez metode ProcessPoll wartosci
zgodna z maksymalng liczba watkdéw dostepnych dla procesora komputera na ktérym
zachodzi calo$é¢ przetwarzania. Jedli chodzi o wybrany jezyk, to uzywa sie wlasciwego mu
skrotu (wystepujacy tutaj skrét en oznacza jezyk angielski). Dalsze przetwarzanie mozna

podzieli¢ na dwa etapy:

1. tagowanie wszystkich wierszy przetwarzanego pliku tekstowego (kod Zrédlowy i
5.8, wiersze od 35 do 43),

2. zapisanie sekwencji tokenéw i tagéw do pliku tekstowego (kod zrodlowy wiersze

od 47 do 68).

Kod zrédlowy 5.7. Tagowanie — operacja open

with open(cd, ’r’) as in_file:

Podstawe dla wyszczegélnionych etapdéw przetwarzania stanowi oczywiscie tagowa-

nie, realizowane w ramach pierwszego etapu. Na jego poczatku przetwarzany plik zostaje
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otwarty ”do odczytu” — odpowiedni deskryptor zostaje przypisany do zmiennej in_file
(kod |5.7)). Dla kazdego zdania pliku (petla for kod |5.8) zostaje nastepnie przeprowadzone

tagowanie.

Kod zrédlowy 5.8. Tagowanie — metoda tag_text_async
for sentence in in_file.readlines():
# print(’sen:’+sentence, end=’")
taggSet.append(p.tag_text_async (sentence,
notagurl=True,
notagemail=True,
notagip=True,
notagdns=True,

nosgmlsplit=True))

W tym celu wykorzystana zostaje metoda tag_text_async opisana w rozdziale [2.2.4]
Przyjmuje ona kilka parametréw, ktérych wartosci wpltywaja na uzyteczno$é wynikoéw jej
dzialania (patrz tabela . Odmienne od domys$lnych wartosci uzyte tutaj zebrano w
tabeli B.11

Tab. 5.1. Parametry metody tag_text_async dla tagowania zbioréow

parametr | wartosé

text sentence
notagurl True
notagemail True
notagip True
notagdns True
nosgmlsplit True

Znaczenie zmienionych parametréw jak opisano nastepujaco:

text — przekazana zostala warto$¢ zmiennej sentence,

czyli przetwarzane w danym momencie zdanie (wiersz pliku tekstowego);

notagurl — przekazana zostata wartosé True,

dzigki temu wartodci adreséw url pozostana niezmienione;

notagemail — przekazana zostata warto$é¢ True,

dzieki temu wartoéci adreséw email pozostana niezmienione;

notagip — przekazana zostala warto$¢ True,

dzieki temu wartosci adreséw ip pozostana niezmienione;
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notagdns — przekazana zostata wartos¢ True,

dzieki temu wartoéci nazw dns pozostana niezmienione;

notagsgmlsplit — przekazana zostata wartosé True,
dzieki temu unika sie podzialu na znaczniki sgml co pozwala zachowaé¢ niezmieniony

tekst.

Z uwagi na to, ze w przypadku jezyka angielskiego tagowanie bylo wymagane (przeciwnie
niz w dla jezyka niemieckiego — rozdzial , nie zmieniano domy$lnej wartosci False

dla parametru prepronly.

Przetwarzanie zdan powyzsza metoda skutkuje otrzymaniem listy list tokenéw przepla-
tanych tagami (lista zdan/linii zlozonych z naprzemiennie wystepujacych: poszczegélnych
stow i tagow opisujacych dane stowo). Do dalszego przetwarzania potrzebny jest plik tek-
stowy o ustalonej sktadni. W tym miejscu nalezy zrealizowaé drugi z wyszczegdlnionych

wezesniej etapéw (Kod zrédlowy [5.9)).

Kod zZrédlowy 5.9. Tagowanie — wyodrebnianie tagow i zapis wyniku do plikow
with open(tagged_dir[j], ’w’) as out_file:
print (tagged_dir[jl+’ opened to write’)
print (’Make tags & write file...’)
for i, r in enumerate(taggSet):
r.wait_finished ()
# print (i, str(r.result))
currline = currline+l1
taggSen = ttw.make_tags(
r.result, exclude_nottags=True,
allow_extra=True)
for token in taggSen:
# print (token[0]+’ ’+token[1]+°’ °’, end=’"’)
out_file.write(token[0]+’ ’+token[1]+’ )
# print ()

out_file.write(’\n’)

if (currlLine == PACK_SIZE):
currlLine = 0
print (’line tagged:’, i+1, ’\tfirst word:’,
taggSen[0] [0], ’\ttag:’, taggSen[0][1])

taggSet [i] = None
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print (’Tagged’, i+1, ’lines’)

Kod zrédlowy [5.9 przedstawia implementacje zapisu zawartosci utworzonej uprzednio listy
do pliku tekstowego. Na poczatku (wiersz 47) zostaje otwarty plik "do zapisu” ("w”) —
open(tagged_dir[j], w'), w zmiennej tagged_dir zapisane sa Sciezki dostepu wszystkich pli-
kéw tworzonych na skutek dziatania pelnego skryptu a wartos¢ [j] oznacza wybdr konkret-
nego z nich (oznaczonego indeksem j). Wartosé zwracana przez funkcje open przypisywana
jest do zmiennej out_file uzywanej w dalszych krokach. Dalej (od linii 50.) wyodrebniane
sa tagi we wszystkich zdaniach i nastepuje ich zapis (wraz z tagami) do pliku. Na poczatku
dla poszczegdlnych wierszy tekstu przetwarzanie jest wstrzymane do momentu, w ktérym
tagowanie zdania zostanie zakonczone (tag-text_async dziala asynchronicznie w réznych

procesach), wykonuje to r.wait_finished w linii 51.

Kod zrédlowy 5.10. Tagowanie — wyodrebnianie wszystkich tagow
taggSen = ttw.make_tags(
r.result, exclude_nottags=True,

allow_extra=True)

Dalej z aktualnie przetwarzanego wiersza tekstu wyodrebniane sa wszystkie tagi (patrz
kod Zrédlowy . W przedstawionym kodzie ttw jest nazwa oznaczajaca biblioteke
treetaggerwrapper z ktérej pochodzi uzywana do tego funkcja make_tags (opisana w
rozdziale . Jako wartos$¢ pierwszego parametru przyjmuje ona aktualnie analizowane
zdanie (r.result). Parametr exclude nottags przyjmuje warto$¢ True, co oznacza, ze w
wyniku przetwarzania nie bedg sie pojawia¢ znaczniki NotTag zamiast jego fragmentow.
Przypisanie allow_extra = True gwarantuje, ze dzicki temu wszystkie etykiety dlugich

zdan réwniez beda wyodrebnione.

Kod zrédlowy 5.11. Tagowanie — zapis tekstu i tagéw do pliku
for tokemn in taggSen:
# print (token[0]+°’ ’+token[1]+’ ’, end=’"’)
out_file.write(token[O]+’ ’+token[1]+’ 7)
# print ()

out_file.write(’\n’)

Dalej rozpoczyna si¢ petla for (Kod zrodlowy , wewnatrz ktérej dokonany zostaje
zapis do pliku poszczegdlnych stow i odpowiadajacych im wydzielonych wczesniej tagow.
Metoda write(...) zapisuje zawarto$¢ nawiasu (...) do pliku okreslonego zmienng out_file.

Forma zapisywanego tekstu okreslona jest jako token[0] +' ' + token[1] +' ’. Oznacza to
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zapisywanie kolejno stowa (token[0]), spacji, tagu (token[l]) i spacji dla kazdego stowa
(tokenu) wystepujacego w zdaniu. W ten sposéb kazdy wiersz w pliku docelowym sktada
sie z naprzemiennie wystepujacych stow i tagéw, gdzie kazde z nich (zaréwno stowa i tagi)
jest oddzielone spacja. Metoda out_file.write("\n') wystepujaca zaraz po petli powoduje
dodanie znaku nowej lini po ukonczeniu wpisywania tokenow przetwarzanego zdania.
Komentarza moze wymagaé petla for w liniach 62-65 kodu zrédtowego Jest ona
zaledwie forma informowania uzytkownika o numerze zapisywanego w danym momencie
wiersza. Stala PACK_SIZFE odpowiada za krok, z jakim wypisywane sg w konsoli ko-
lejne informacje o stanie przetwarzania (krok ten wyrazony jest w liczbie przetworzonych

wierszy).

Kod zrédlowy 5.12. Tagowanie — wyswietlanie komunikatow dot. przetwarzania

if (currlLine == PACK_SIZE):
currlLine = 0
print (’line tagged:’, i+1, ’\tfirst word:’,
taggSen[0] [0], ’\ttag:’, taggSenl[0][1])

Pozostata kwestia uruchomienia powyzszego skryptu skryptu. Dokonano tego za po-

moca skryptu konsoli opisanego przy okazji omawiania procesu tokenizacji.

5.3. Ostatnie szlify

Kod zrédlowy 5.13. Ostatnie szlify
### Separating text and tags
echo "Separate text and tags"
chmod 777 $workingDir/separate-text-tags-$folderName.py
python3 $workingDir/separate-text-tags-$folderName.py #

corpus.tag.$src & corpus.txt. $src

### Training/truecasing an and training/applying bpe: corpses,
validation set, in-s

chmod 777 $workingDir/true-bpe.sh

$workingDir/true-bpe.sh $folderName

### Inserting taggs to text
chmod 777 $workingDir/insert-tags-$folderName.py
python3 $workingDir/insert-tags-$folderName.py
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Przed rozpoczeciem trenowania modelu tlumacza =z wykorzystaniem narzedzia
Marian nalezy wykonaé¢ ostatnie szlify (wykonaj_ostatnie_szlify w algorytmie [3))
na uzywanych zbiorach tekstowych. Mozna wyszczegdlni¢ tutaj kolejne etapy rozdzielania
tekstu i tagéw (Inie 97-100 kodu opisane dalej w podrozdziale , truecasing ze
stosowaniem kodowania BPE (linie 102-104 kodu/5.13|opisane w rozdziale[3.3)) i wstawianie
tagow do tekstu (linie 106-108 kodu opisane w rozdziale .

5.3.1. Rozdzielanie tekstu i tagow

Kazdy plik z otagowanym korpusem (pliki angielskie) na potrzeby dalszego przetwa-
rzania rozdzielany jest na plik zawierajacy sam tekst i plik zawierajacy tagi. Na po-
czatku gwarantowane sa uprawnienia co najmniej wystarczajace do uruchomienia roz-
dzielajacego skryptu (linia 99 kodu . Zmienna $folder Name przechowuje nazwe
pliku zawierajacego przetwarzany korpus. Odpowiada ona rozmiarowi korpusu (np. dla
korpusu majacego 1 milion wierszy jest to 1M). Dalej uruchamiany jest sam skrypt

separate_text_tags — $ folder Name.py, przedstawiony w kodzie zrédlowym

Kod zrédlowy 5.14. Oddzelanie tagéw od tekstu

skrypt separate_text_tags — 1M.py

# —-*- coding: utf-8 -*-
import sys

print (sys.argv[0])

gonito_path = ’/home/marek/master/gonito/wmt-2017/"
file_list = [’corpse/1M/corpus’,
>corpse/1M/validSet’
]
tag_set = [’CC’, ’CD’, °DT’, ’EX’, 'Fw’, ®IN’, ’IN/that’, *JJ’,
»JJR>, *JJS’, °LS’, ’MD’, ’NN’, °NNS’, °NP’, ’NPS’, ’PDT’,
’POS’, ’PP’, ’PP$’,
"RB’, ’RBR’, ’RBS’, ’RP’, ’SENT’, ’SYM’, ’TO’, *UH’,
'VB’, °VBD’, 'VBG’, ’VBN’, ’VBP’, ’VBZ’, ’VH’,
'VHD’, °VHG’, °VHN’, °VHP’, ’VHZ’,
»yV’, ’VVD’, ’VVG’, ’VVN’, ’VVP’, ’VVZ’, ’WDT’, ’WP’,

'WP$’, ’WRB’,
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3#7, )$J’ 7";’ :tl)’ )\)\)J’ 7()’ ;)7’ ;’7’ ):J]

for i, fil in enumerate(file_list):

fil_path = gonito_path+fil

print (’Working on’+fil_path+’...’)
targetTagFile = open(fil_path+’.tag.en’, ’w’)
targetTextFile = open(fil_path+’.text.en’, ’w’)

preOut = []
sentence = []
with open(fil_path+’.tg.en’, ’r’) as preFile:
# preOut = preFile.readlines ()
# print (preOut[:1],’\n”’)
for line in preFile.readlines():
# print(’line:’+line, end=’’)
sentence = list(enumerate(line.split()))
for j, token in sentence:
# drugi pomysl
if j % 2 == 0:
# print (token, end=’ ’)
targetTextFile.write (token+’ ’)
else:
# print (token, end=’ ’)

targetTagFile.write (token+’ )

# # pierwszy pomysl

# if token in tag_set:

# # print (token, end=’ ’)

# targetTagFile.write (token+’ ’)

# elif token != sentence[j-1][1]:

# # print (token, end=’ ’)

# # print (sentence([j][1], end=’ ’)

# targetTextFile.write (token+’ ’)
# print ()

targetTagFile.write(’\n’)

targetTextFile.write(’\n’)

print (’done’)
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targetTagFile.close ()

targetTextFile.close ()

5.3.2. Wstawianie tagow

Po przetworzeniu plikéw z zastosowaniem kodowania BPE na potrzeby dalszego prze-
twarzania nalezy pliki jezyka docelowego (angielski) potaczyé¢ z oddzielonymi uprzednio
tagami. Na poczatku gwarantowane sg uprawnienia co najmniej wystarczajace do urucho-
mienia rozdzielajacego skryptu (linia 107 kodu . Zmienna $ folder Name przechowuje
nazwe pliku zawierajacego przetwarzany korpus. Odpowiada ona rozmiarowi korpusu (np.
dla korpusu majacego 1 milion wierszy jest to 1M). Dalej uruchamiany jest (linia 108

kodu [5.13)) sam skrtypt insert_tags — $folder Name.py przedstawiony w kodzie zrédto-
wym [5.15,
Kod zrédlowy 5.15. Wlaczenie tagoéw do tekstu
skrypt insert_tags — 1M.py

# —-*- coding: utf-8 -x*-
import sys

print (sys.argv[0])

file_list = [’/home/marek/master/gonito/wmt-2017/corpse/1M/corpus’,
>/home/marek/master/gonito/wmt-2017/corpse/1M/validSet’
]

text_ext = ’.bpe.en’

tag_ext = ’.tag.en’

print (’Insert tags to english corpus and validation set’)
for i, fil in enumerate(file_list):
text_path = fil+text_ext

tag_path = fil+tag_ext

textFile = open(text_path, ’r’)

print (’Opened °’, text_path+’ for reading’)
tagFile = open(tag_path, ’r’)

print (’Opened ’+tag_path+’ for reading’)

# preOut = []
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# sentence = []
print (’Building ’+fil+’.mg.en...’)
with open(fil+’.mg.en’, ’w’) as mergedFile:

# preOut = preFile.readlines ()
# print (preQOut[:1],’\n”’)
tagsFromFile = tagFile.readlines ()

for txln, line in enumerate(textFile.readlines()):

sentence list(line.split())

tagsList = list(tagsFromFile[txln].split())
tgn = O
for token in sentence:
mergedFile.write(token+’ 7)
if not(token[-2:] == ’0@@°):
mergedFile.write(tagsList[tgn]+’ )

tgn += 1
mergedFile.write (’\n’)

print (’done\n’)
textFile.close ()

tagFile.close ()

5.4. Trening modelu tlumacza

Niniejszy rozdzial opracowano z wykorzystaniem informacji z dokumentacji frameworka

Marian [8]

Etapem, do ktérego miato doprowadzié¢ przygotowanie korpuséw i zbioréw walidacyj-
nych (zbioréw testowych potrzebnych sa przy ocenie jakosci tlumaczenia) jest trening
modelu tlumacza automatycznego (reprezentowany w algorytmie |3| przez funkcje trenuj).
Wykorzystany zostal do tego pakiet narzedzi Marian opisany w rozdziale 2.1} Kod zré-
dlowy przedstawia definicje wszystkich uzywanych w skrypcie zmiennych (linie 4-28),
polecenie tworzenia pliku konfiguracyjnego (linie 32-52), oraz uruchomienie procesu tre-

nowania modelu (linie 54-57).
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Kod zZrédlowy 5.16. Trening modelu ttumacza

skrypt train — s2s — 1M — tag.sh

#!/bin/bash

echo "$0"

src=de
tgt=en

type=s2s

folderName=1M
corpseLen=1000000
maxSenLen=1024
validSetLen=3000

gonito=/home/marek/master/gonito
wmt2017=$gonito/wmt-2017
train=$wmt2017/train
testA=8wmt2017/test-A
dev0O=$wmt2017/dev-0
devl=$wmt2017/dev-1

workingDir=/home/marek/master/src

marianDir=/home/marek/master/marian-dev
mosesScr=%$marianDir/src/examples/moses-scripts/scripts
subwordNMT=$marianDir/src/examples/subword-nmt/subword_
corpseDir=8wmt2017/corpse/$folderName

modelDir=$wmt2017 /model/$folderName-$type-tag
mtm18l=/home/marek/master/mtm2018labs

trueModel=/home/marek/master/corpse/wmtl7/true

trueModelName=truecase-model

mkdir -p $modelDir

# first create config file

echo "Create config file"

marian \

--model $modelDir/model.tg.npz --type $type \
--train-set $corpseDir/corpus.bpe.$src $corpseDir/corpus.mg.$tgt \

--vocabs $modelDir/vocab.tg.$src.yml $modelDir/vocab.tg.$tgt.yml \
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--mini-batch-fit --workspace 2500 \

--valid-mini-batch 1 \

--layer-normalization --exponential-smoothing \

--dropout-rnn 0.2 --dropout-src 0.1 --dropout-trg 0.1 \

--valid-metrics cross-entropy bleu \

--valid-set $corpseDir/validSet.bpe. $src
$corpseDir/validSet.mg.$tgt \

--valid-freq 5000 \

--beam-size 12 --normalize 1 \

--early-stopping 5 \

--save-freq 5000 --overwrite --keep-best \

--log $modelDir/train.tg.log --valid-log $modelDir/valid.tg.log \

--disp-freq 1000 --quiet-translation \

--seed 1111 \

--dump-config > $modelDir/config.tg.yml

echo "config file created"

# Use the config file to start our training process
echo "Train with config file"
marian -c¢ $modelDir/config.tg.yml

echo "Advanced model trained"

Znaczenie wszystkich uzywanych zmiennych jest identyczne jak w przypadku zmien-
nych o tak samo brzmiacej nazwie uzywanych w skryptach powtoki systemu linux (.sh),
ktére byly stosowane w celu przygotowania korpusu (i innych zbioréw tekstowych). Sciezki
dostepu reprezentowane przez wickszos¢ ze zmiennych sg specyficzne dla instancji systemu,

na ktorym realizowane jest przetwarzanie.

Kod Zrédlowy [5.16] w liniach 34-51 przedstawia wywolanie procedury marian w celu
utworzenia pliku konfiguracyjnego dla treningu modelu tlumacza automatycznego. Pa-
rametry zostaly dobrane tak, by bylo mozliwe uruchomienie treningu a trenowanie za-
koniczylo sie w rozsadnym czasie (max okolo jednej doby). Manualnie ustalono wartosci

nastepujacych parametrow:

model (wiersz 35),
w pliku (o okreslonej $ciezce dostepu) zostanie zapisany utworzony model tlumacza
automatycznego (utworzony model jest réwniez kompatybilny z pakietem narzedzi

Nematus[24]);
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type (wiersz 35),
okresla model sieci neuronowej jaki ma zostaé zastosowany do treningu modelu
thumacza automatycznego (w tym projekcie jest to model s2s dostarczony wraz z

frameworkiem Marian);

train-set (wiersz 36),
Sciezki dostepu do korpuséw treningowych podane wraz z nazwa. Pierwszy z poda-
nych to korpus w jezyku zrédlowym (niemiecki), drugi to korpus w jezyku docelo-

wym (angielski);

vocabs (wiersz 37),
Sciezki dostepu, pod jakimi majg by¢ zapisane stowniki dotyczace uzywanych jezy-
kéw. Pierwsza z podanych dotyczy jezyka zréodlowego (niemiecki), druga dotyczy

jezyka docelowego (angielski);

valid-metrics (wiersz 42),

metryki, w jakich obliczana bedzie jakos¢ modelu podczas walidacji;

valid-set (wiersz 43),
Sciezki dostepu do zbioréw walidacyjnych (podane wraz z nazwa). Pierwszy z poda-
nych to zbiér walidacyjny w jezyku Zrédlowym (niemiecki), drugi to zbiér walida-

cyjny w jezyku docelowym (angielski);

valid-freq (wiersz 44),

czestosé przeprowadzania walidacji wyrazona w liczbie iteracji;

early-stopping (wiersz 46),
okresla ”cierpliwo$¢” (ang. patience) z jaka beda przeprowadzane kolejne walidacje.
Warto$é 5 oznacza, ze trening zostanie zakonczony, jesli w 5 kolejnych walidacjach

ocena pierwszej metryki okreslonej w valid — metrics si¢ nie poprawi;

log (wiersz 48),
w pliku okreslonym tym parametrem zapisywany jest log prezentujacy przebieg tre-

nowania modelu;

valid-log (wiersz 48),
w pliku okreslonym tym parametrem zapisywany jest log prezentujacy przebieg wa-

lidacji modelu w trakcie trenowania;
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dump-config (wiersz 51),
wyrzuca plik zdefiniowana konfiguracje w formacie YAML. Konstrukcja dump —
config > dir/config.yml powoduje zapisanie pliku konfiguracyjnego do pliku

con fig.yml, ktérego adres jest okredlony $ciezka dir.

Po zapisaniu parametrow do pliku konfiguracyjnego nastepuje wtasciwe uruchomienie tre-
nowania tlumacza automatycznego za pomoca Mariana. Dokonujaca tego instrukcja znaj-

duje si¢ w lini 56 kodu zrédtowego [5.16

5.5. Thumaczenie i postprocessing

Niniejszy rozdzial opracowano na podstawie fragmentu dokumentacji frameworka Marian

[7]

Podstawa przeprowadzenia ewaluacji ttumaczen i poréwnania wynikéw dostarczonych
za pomoca réznych modeli ttumaczy automatycznych jest wykonanie tlumaczenia kor-

puséw testowych. To zadanie zrealizowano za pomocg skryptu zamieszczonego w kodzie
zrodlowym
Kod Zrédlowy 5.17. Tlumaczenie (model uwzgledniajacy tagowanie)

skrypt translate — 1M.tg.sh
#!/bin/bash

src=de
tgt=en

type=s2s

folderName=1M
corpseLen=1000000
maxSenLen=1024
validSetLen=3000

gonito=/home/marek/master/gonito
wmt2017=$gonito/wmt-2017
train=$wmt2017/train
testA=$wmt2017/test-A
dev0O=8wmt2017/dev-0
dev1=8wmt2017/dev-1
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workingDir=/home/marek/master/src
marianDir=/home/marek/master/marian-dev
mosesScr=$marianDir/src/examples/moses-scripts/scripts
subwordNMT=$marianDir/src/examples/subword-nmt/subword_nmt
corpseDir=$wmt2017/corpse/$folderName
modelDir=$wmt2017/model/$folderName-$type-tag
mtm18l=/home/marek/master/mtm2018labs
trueModel=/home/marek/master/corpse/wmtl7/true

trueModelName=truecase-model

# model=§1 # model .npz
# vocabSrc=$2 # vocab.de.yml
# vocabTgt=$3 # vocab.en.yml

# model=$modelDir/model.tg.npz
model=$modelDir/model.tg.npz.best-cross-entropy.npz
vocabSrc=$modelDir/vocab.tg.$src.yml

vocabTgt=$modelDir/vocab.tg.$tgt.yml

echo "Granting permissions"

for £il in $dev0 $devl $testh; do
# chmod 777 $fil/in-pre.tsv
chmod 777 $fil/in.bpe.tsv

done

chmod 777 $workingDir/translateWithMarian.sh

echo "Permissions 777 granted to in-pre.tsv in dev-0, dev-1,

test-A and to translateWithMarian.sh\n"

echo "Translating corpuses dev-0, dev-1 and test-A\n"
for £il in $dev0 $devl $testh; do
echo "Processing $fil"
# $workingDir/translateWithMarian.sh $model $vocabSrc

$vocabTgt < $fil/in-pre.tsv > $fil/out-pre.tg.tsv

$workingDir/translateWithMarian.sh $model $vocabSrc $vocabTgt <

$fil/in.bpe.tsv > $fil/out-pre.tg.tsv
echo "done for $fil"
echo "created $fil/out-pre.tg.tsv\n"

done
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echo "Translation finished\n"

Podonie jak w skryptach uruchamiajacych procesy przetwarzania wstepnego albo jak
w przypadku skryptu odpowiedzialnego za inicjalizacje treningu modelu tlumacza automa-
tycznego w kodzie Zrodtowym w wierszach do lini 27 ustalane sa wartosci uzywanych
zmiennych. W liniach 34-36 nazwy plikow (wraz ze $ciezkami dostepu) zawierajacych ko-
lejno uzywany model tlumacza automatycznego i utworzone w trakcie treningu stowniki:
jezyk zrédlowy i docelowy. Kazda z nich (Sciezek z nazwami pliku) zostaje przypisana do

zmiennych, odpowiednio model, vocabSrc i vocabT gt.

Wywolywanie translatora zamieszczono w petli for znajdujacej sie w liniach 47-53
skryptu translate — 1 M.tg.sh. Wykorzystywana w jej obrebie zmienna fil przyjmuje pod-
czas kazdego przebiegu petli inna warto$¢ réwna zawartoéci zmiennych kolejno: dev0, devl
i testA. Sa to Sciezki dostepu do kolejnych (trzech) zbioréw testowych wytrenowanych ra-
zem ze strong zrédtows korpusu treningowego. Samo wywotanie skryptu uruchamiajacego
translatora (kod znajduje sie w lini 50. Jako parametry przyjmuje on zdefiniowane
wczesniej Sciezki dostepu do modelu ttumacza i stownikéw w jezyku zrédlowym i docelo-
wym. Sam tekst do przettumaczenia przekazywany jest do tego skryptu za pomoca potoku

systemu Linux.

Kod Zrédlowy 5.18. Tlumaczenie (Skrypt uruchamiajacy ttumaczenie)

skrypt translateWithMarian.sh
#!/bin/bash

model=$1 # model.npz
vocabSrc=$2 # vocab.de.yml
vocabTgt=$3 # vocab.en.yml

marian-decoder -m $model -v $vocabSrc $vocabTgt \
--quiet-translation \
--beam-size 12 \
--normalize 0.6 \
--mini-batch 64 --maxi-batch-sort src --maxi-batch 100 \

--workspace 2500

W liniach od lini 7 wywotany zostaje program marian—decoder nalezacy do framewor-
ka Marian przeprowadzajacy ttumaczenie W liniach 3-5 Sciezki przekazane w parametrach

wywotania skryptu przypisane sg do zmiennych wykorzystywanych dalej przy uruchamia-
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niu programu pakietu Marian (w lini 7 skryptu . Parametr quiettranslation oznacza
ze podczas tlumaczenia nie beda wy$wietlane zadne komunikaty (zaden log). Manipulacja
pozostalymi parametrami stuzy poprawieniu wydajnosci i jakosci ttumaczenia. Sam tekst
do przetlumaczenia zostaje przekazany do programu ze skryptu nadrzednego (z miejsca

wywolania skryptu translateWithMarian.sh w 1ini50. kodu Zrédlowego |5.17)).



Rozdzial 6

Ewaluacja modeli i wnioski

Projekt zaklada przeprowadzenie poréwnania modeli tlumaczy automatycznych. Plasz-
czyzng, na ktérej moze ono zachodzié, jest weryfikacja jako$ci tltumaczen otrzymanych z
wykorzystaniem testowanych translatoréw. W niniejszym rozdziale zamieszczono zestawie-
nie poprawnosci tych tlumaczen oraz przedstawiono mozliwg interpretacje otrzymanych

wynikéw.

6.1. Pomiar jako$ci

Jakos¢ modelu ttumacza automatycznego mozna weryfikowaé przez sprawdzenie, czy do-

starczane przez niego tlumaczenia sa dobre.

W przeprowadzonym badaniu za zbiory testowe postuzyly zbiory dev — 0, dev —1 i
test — A pochodzace ze strony sympozjum EMNLP 2017 ([6]) a pobrane za posrednictwem

platformy Gonito.net| (zbiory treningowe tlumaczy réwniez pochodzily z tej lokalizacji).

Na przyktadzie zgromadzonych zbioréw testowych zweryfikowano jakos¢ ttumaczenia
z wykorzystaniem czterech modeli ttumaczy: dwéch wytrenowanych z uzyciem korpuséw
jezyka zrodlowego i docelowego bez tagéw (jeden model na korpusach o rozmiarze po 100
tysiecy, jeden na korpusach o rozmiarze po 1 milionie zdah/wierszy) oraz dwéch wytre-
nowanych z uzyciem korpuséw jezyka zrodlowego i otagowanego jezyka docelowego (jeden
model na korpusach o rozmiarze po 100 tysiecy, jeden na korpusach o rozmiarze po 1
milionie zdan/wierszy).

Do przeprowadzenia ewaluacji ttumaczen wybrano jedng z podstawowych metryk stu-

zacych ocenie jakosci ttumaczenia — metryke BLEU (opisano ja w rozdziale [1.2.2)).
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1M-trainset model

0.27904

I dev-0
. dev-1
0.25 4 W fest-A

0.24561

0.23935

0.20079
0.20

0.17381 0.18072

0.15 4

BLEU

0.10 4

0.05 A

Tagged Untagged

Rys. 6.1. Wartosci BLEU — model 1mln zdan

Na wykresie zamieszczonym na rysunku [6.1] zebrano wyniki pomiaréw przeprowadzo-
nych dla trzech zbiorach testowych. Prawa strona wykresu (grupa Untagged) zawiera da-
ne zebrane z badan przeprowadzonych na ttumaczeniach osiagnietych z modelu ttumacza
wytrenowanego na standardowych zbiorach treningowych (zbiory nieotagowane). Pomimo
pewnych rozbieznosci prezentuja one w miare podobng jako$é tlumaczenia (w okolicach
0.25.5 pkt. BLEU). Zaskakujaco przedstawia si¢ poréwnanie z lewa strona wykresu (grupa
oznaczona Tagged). Pomimo podobnych wzajemnych relacji miedzy wartosciami BLEU
w obrebie grupy (dla wszystkich zbioréw treningowych ocena jakosci to w przyblizeniu
18.5 pkt. BLEU) zauwazalny jest generalny spadek oceny w stosunku do grupy Untagged.
Sytuacja taka zachodzi zaréwno w przypadku poréwnania ocen dla tych samych zbioréw
(np. dla zbioru dev — 1 po stronie Untagged BLEU wynosi ok. 0.28, a po stronie T'agged
BLEU wynosi ok. 0.20), jak i przy poréwnywaniu oceny ttumaczen réznych zbioréw (np.
dla zbioru dev — 0 po stronie Untagged BLEU wynosi ok. 0.24, a dla zbioru dev — 1 po
stronie T'agged BLEU wynosi ok. 0.20).

Przy drastycznym zmniejszeniu rozmiaru korpuséw treningowych (na przyktad przy
zastosowaniu korpuséw o rozmiarze po 100 tysiecy zadan/linii) poza naturalnym obnize-
niem oceny tlumaczen (w stosunku do rys. relacje miedzy grupami Untagged i Tagged
pozostaja podobne.
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100k-trainset model

0.13285
Bl dev-0
m dev-1
0.12 4 mm test-A 0.11359
0.10 A
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@
0.06
0.04 -
0.02 -
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Rys. 6.2. Wartosci BLEU — model 100tys zdan

6.2. Konkluzje

Przystepujac do realizacji zadan niniejszej pracy postawiono robocza hipoteze, ze wia-
czenie tagéw do strony docelowej korpusu treningowego modelu ttumacza automatycz-
nego moze prowadzi¢ do poprawienia parametréw tlumaczenia z jego wykorzystaniem.
Prezentowana ocena tlumaczenia (rysunki i , uzyskana metoda BLEU, konczaca
prezentowang w pracy procedure sprawdzania wspomnianej hipotezy, zmusza jednak do
przyjecia raczej negatywnego stwierdzenia. Zdaja si¢ to potwierdzaé zaréwno iloSciowe
pomiary przedstawione na rysunkach [6.1] 1 [6.2 jak i jakoSciowa ocena wynikéw tluma-
czenia. Ta druga mozna sformutowaé¢ choéby na podstawie przyktadowych zdan z rysun-
ku [6.3] Tlumaczenie uzyskane z uzyciem modelu wytrenowanego z tagami w wiekszosci
przypadkéw w duzo mniejszym stopniu przypomina tlumaczenie oczekiwane (expected).
Pomimo zachowania pewnych podobienstw (réwniez w obszarze znaczenia zdania) otrzy-
mana translacja znacznie réznila sie od wzorca. Na podstawie prob mozna byto stwierdzi¢,
ze faktoryzowanie danych wyjéciowych w neuronowym tlumaczeniu automatycznym, re-
alizowane przez konstruowanie tlumacza z wykorzystaniem otagowanej strony docelowej

korpusu treningowego, nie prowadzi do poprawy jakosci ttumaczenia.

Na tym etapie badan trudno jednoznacznie wskazaé przyczyne powyzszej sytuacji.

Dalsze postepowanie, ktére nie wchodzito w zakres niniejszej pracy, mogloby obejmowac:
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expected:

1) Obama receives Netanyahu

2) The relationship between Obama and Netanyahu is not exactly friendly .
20)Students said they looked forward to his class .

24)At the same time , there were some inclinations of problems .

out (untagged):

1) Obama welcomes Netanyahu

2) The relationship between Obama and Netanyahu is not just friendly .
20)Students said that they enjoyed their teaching .

24)At the same time , there were some pointers to problematic behaviour

out (tagged):

1) Obama receives :

2) The relationship between Obama and the Commission is not just friendly .
20)Students said they have seen their lessons .

24)At the same time , there have been some problems about problematic be-
haviour .

Rys. 6.3. Ttumaczenia — przyklad z devl

e faktoryzacje strony zrédtowej korpusu treningowego,
e modyfikacje algorytmu trenowania modelu ttumacza przystosowana do tagowania,

e polaczenie tagéw z poprzedzajacymi stowami, aby podczas przetwarzania powstate

pary traktowaé jak jedno stowo,

e ewaluacje z uzyciem metryki innej niz BLEU, na przyktad (GLEW, Meteor, WER).
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Dodatek A

Kod zrédlowy tokenizacji tekstow

niemieckich

Kod zrédlowy A.1l. Tokenizacja zbioréw niemieckich

# -*- coding: utf-8 -*-

import sys

import time
print (sys.argv[0])
PACK_SIZE = 100000

# corpse_dir = ’1M/tmp.de’

corpse_dirl =
>’/home/marek/master/gonito/wmt-2017/corpse/1M/corpus.clean.de’

corpse_dir2 =

>/home /marek/master/gonito/wmt-2017/corpse/1M/validSet .np.de’

corpse_dir3 = ’/home/marek/master/gonito/wmt-2017/dev-0/in.np.tsv’
corpse_dir4 = ’/home/marek/master/gonito/wmt-2017/dev-1/in.np.tsv’
corpse_dir5 = ’/home/marek/master/gonito/wmt-2017/test-A/in.np.tsv’
corpse_dir = [corpse_dirl, corpse_dir2, corpse_dir3, corpse_dir4,

corpse_dir5]

# tagged_dir = ’tmpTagged.de’
tagged_dirl =

>/home /marek/master/gonito/wmt-2017/corpse/1M/corpus.text.de’
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tagged_dir2 =

>/home/marek/master/gonito/wmt-2017/corpse/1M/validSet.text.de’

tagged_dir3 >/home/marek/master/gonito/wmt-2017/dev-0/in.tg.de’

tagged_dir4 >/home/marek/master/gonito/wmt-2017/dev-1/in.tg.de’

tagged_dirh >/home/marek/master/gonito/wmt-2017/test-A/in.tg.de’
tagged_dir = [tagged_dirl, tagged_dir2, tagged_dir3, tagged_dir4,

tagged_dir5]

def start_test(n=None):
start = time.time ()
import treetaggerpoll as ttp

import treetaggerwrapper as ttw

# p = ttp.TaggerProcessPoll (workerscount=n, TAGLANG="de")

currLine = 0 # line being processed (within PACK_SIZE)

1 =20 # total number of sentences tagged

for j, cd in enumerate(corpse_dir):
p = ttp.TaggerProcessPoll (workerscount=n, TAGLANG="de")
lap = time.time ()
# in_file = open(cd, ’r’)
with open(cd, ’r’) as in_file:

print (’\nRare german corpse: ’+cd+’ opened to read’)

taggSet = []
print (’Tokenize sentences - multiprocessing...’)
for sentence in in_file.readlines():
# print(’sen:’+sentence, end=’’)
taggSet.append(p.tag_text_async (sentence,
prepronly=True, notagurl=True,
notagemail=True,
notagip=True,
notagdns=True,
nosgmlsplit=True)
print (’done in {:0.2f} seconds\n’.format ((time.time() -

lap)))
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# out_file = open(tagged_dir[jl, ’w’)
with open(tagged_dir[j], ’w’) as out_file:
print (tagged_dir[j]l+’ opened to write’)
print (’Make tokens & write file...?’)
for i, r in enumerate (taggSet):
r.wait_finished ()
# print (i, str(r.result))
currline = currlLine+1
for token in r.result:
# print (i, token+’ ’, end=’’)
out_file.write(token+’ ’)
# print ()
out_file.write(’\n’)
if (currlLine == PACK_SIZE):
currlLine = 0
print(’line tokenized:’, i+1, ’\tfirst word:’,
r.result[0])
taggSet [i] = None
print (’Tokenized’, i+1, ’lines’)
mid_tim = time.gmtime(time.time() - lap)
print (
>done in {:d}h {:d}m {:d}sec
————— > format (mid_tim[3], mid_tim[4], mid_tim[5]))
p.stop_poll ()
prilng ( 2 \ooooocoooos i) cococoooos )
tim = time.gmtime(time.time() - start)
print (’processed in {:d}h {:d}m {:d}sec\n’.format (tim[3],
tim[4], tim[5]))
# print(’in {:0.2f} seconds\n’.format ((time.time () - start)))
if __name__ == ’__main__’
prilng ( ? cocooooos JTART cococooos )
if len(sys.argv) >= 2:
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nproc = int(sys.argv[1])
print (’nproc=’, nproc)
else:
nproc = None
print (’nproc=’, nproc, ’(CPUs number)’)

start_test (nproc)

# print (’\n---------—-
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Dodatek B

Kod zrédlowy tagowania tekstow

angielskich

Kod zrédlowy B.1. Tagowanie i tokenizacja zbioréw angielskich

# -*- coding: utf-8 -*-

import sys

import time
print (sys.argv[0])
PACK_SIZE = 100000

# corpse_dir = ’1M/tmp.en’

corpse_dirl =
>’/home/marek/master/gonito/wmt-2017/corpse/1M/corpus.clean.en’

corpse_dir2 =
>/home/marek/master/gonito/wmt-2017/corpse/1M/validSet .np.en’

corpse_dir = [corpse_dirl, corpse_dir2]

# tagged_dir = ’tmpTagged.en’

tagged_dirl =
>/home/marek/master/gonito/wmt-2017/corpse/1M/corpus.tg.en’

tagged_dir2 =
>/home/marek/master/gonito/wmt-2017/corpse/1M/validSet.tg.en’

tagged_dir = [tagged_dirl, tagged_dir2]
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def start_test (n=None):
start = time.time ()
import treetaggerpoll as ttp

import treetaggerwrapper as ttw

# p = ttp.TaggerProcessPoll (workerscount=n, TAGLANG="en")

currlLine = 0 # line being processed (within PACK_SIZE)

1 =20 # total number of sentences tagged

for j, cd in enumerate(corpse_dir):
p = ttp.TaggerProcessPoll (workerscount=n, TAGLANG="en")
lap = time.time ()
# in_file = open(cd, ’r’)

with open(cd, ’r’) as in_file:

print (’\nRare english corpse: ’+cd+’ opened to read’)

taggSet = []
print (’Tag sentences - multiprocessing...’)
for sentence in in_file.readlines():
# print(’sen:’+sentence, end=’’)
taggSet.append(p.tag_text_async (sentence,
notagurl=True,

notagemail=True

>

notagip=True,

notagdns=True,

nosgmlsplit=

print (’done in {:0.2f} seconds\n’.format ((time.time ()

lap)))

# out_file = open(tagged_dir[jl, ’w’)
with open(tagged_dir[j], ’w’) as out_file:
print (tagged_dir[j]l+’ opened to write’)
print (’Make tags & write file...’)
for i, r in enumerate(taggSet):
r.wait_finished ()
# print (i, str(r.result))

currlLine = currlLine+1

True)
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taggSen = ttw.make_tags(
r.result, exclude_nottags=True,
allow_extra=True)
for token in taggSen:
# print (token[0]+’ ’+token[1]+’ °’, end=’"’)
out_file.write(token[0]+’ ’+token[1]+’ )
# print ()
out_file.write(’\n’)
if (currlLine == PACK_SIZE):
currlLine = 0
print (’line tagged:’, i+1, ’\tfirst word:’,
taggSen[0] [0], ’\ttag:’, taggSen[0][1])
taggSet [i] = None
print (’Tagged’, i+1, ’lines’)
mid_tim = time.gmtime(time.time() - lap)
print (
’done in {:d}h {:d}m {:d}sec
————— > format (mid_tim[3], mid_tim[4], mid_tim[5]))
p.stop_poll()
print (2 \merreeoooas EN DR L E D)
tim = time.gmtime (time.time() - start)
print (’processed in {:d}h {:d}m {:d}sec\n’.format(tim[3],
tim[4], tim[5]))
# print(’in {:0.2f} seconds\n’.format ((time.time() - start)))
if __name__ == ’__main__~’
PEinE ( ? ceeececmos START--- - - —-—-—- )
if len(sys.argv) >= 2:
nproc = int(sys.argv[1])
print (’nproc=’, nproc)
else:
nproc = None
print (’nproc=’, nproc, ’(CPUs number)’)
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start_test (nproc)

# print (’\n----------

———————————
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